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Resumen

En este trabajo se propone un modulo del sistema de planificacion de textos. El objetivo
es formular una solucion para la agrupacion en oraciones de unidades de contenido
pertenecientes a una base de conocimiento. La solucion se basa en la representacion de
las unidades de contenido en términos de etiquetas semanticas, agrupadas seguin los
datos extraidos de un corpus con textos de referencia. Este punto de vista se ha utilizado
en pocos trabajos, ya que generalmente las agrupaciones para formar oraciones se
realizan en términos de Sujeto + Predicado + Objeto, y no dindmicamente como se
plantea en este trabajo. Mediante los experimentos realizados se demuestra que pueden
obtenerse resultados satisfactorios en la planificacion de textos utilizando este método.

Abstract

In this work a text planning system module is proposed. The objective is to provide a
solution for grouping of concepts in sentences, given a knowledge base. The solution is
based on the annotation of sentences of a training corpus with semantic role labels and
subsequent learning of which semantic roles usually go together and how large
sequences of semantic roles usually are. This approach is novel, since normally the
composition of concepts into sentences follows a rather simple pattern of Subject +
Predicate + Object, which is not dynamic, as is proposed in the present work.
Experiments demonstrate that satisfactory results can be obtained in text planning using
the proposed method.
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1 Introduccién

Independientemente de quién seas, a la hora de escribir tu biografia compartes ciertos
aspectos con el resto del mundo: El nacimiento y, algin dia lo mas lejano posible, la
muerte. Mas alla de estos datos comunes para todos, cada vida es una historia
diferente. Sin embargo, hay ciertos elementos que podemos agrupar en conjuntos:
Personas con las que te relacionas, lugares que visitas u organizaciones a las que
perteneces, entre otros. Estas caracteristicas invitan a pensar que es posible organizar
los componentes de un texto, una biografia en este caso, en oraciones basandonos en
estas categorias, teniendo en cuenta qué datos pueden relacionarse entre ellos y como
pueden agruparse. La idea de trabajar con conceptos organizados de una base de
conocimiento ha sido analizada por estudios como el publicado por F. Draicchio et
al., [1] en el cual las ontologias, entendidas como estructuras jerarquicas de
conceptos, presentes en el texto se enriquecen con informacién adicional semantica
utilizando “etiquetas” y mediante las anotaciones se puede mapear cémo deben
estructurarse las unidades de conocimiento.

A partir de una base de conocimiento con informacion relativa a una persona, hemos
planteado cémo ir seleccionando los diferentes conceptos que se encuentran dentro
de ella y agruparlos de manera que el resultado final sea un conjunto de oraciones
estructuradas con sentido. Es precisamente lo que hacemos los humanos al hablar:
Sabemos lo que queremos decir, todo lo que queremos transmitir, pero decidimos
aplicar un cierto criterio que nos obliga a agrupar todos esos datos en frases. En lugar
de expresarlo todo en una Unica oracidn, las personas decidimos utilizar otras mas
cortas con fragmentos del discurso.

En general, hasta ahora las técnicas de agrupacion de unidades de contenido en
oraciones han sido simplificadas realizando agrupaciones con la estructura Sujeto +
Predicado + Objeto, por lo que se han realizado pocos trabajos orientados a
estrategias no triviales para la agrupacion de conceptos en oraciones. Por ejemplo:
Maria come una manzana, es una oracion porque contiene palabras con estructura
gramatical y transmite un mensaje. La diferencia principal en este trabajo es que se
realiza un enfoque empirico del problema de la agrupacion de unidades de contenido
en una frase: Se pretende demostrar que un sistema puede aprender qué conceptos
poner en una oracion a partir del estudio de cémo las personas forman frases
mediante textos de ejemplo. Por lo tanto, los conceptos presentes en el texto se
agrupan dinamicamente, sin establecer estructuras predefinidas.

Para lograr la agrupacion de todo el contenido en oraciones diferentes, es necesario
primero identificar y clasificar las unidades de contenido del texto segun su funcion,
proceso explicado en el apartado 4. Posteriormente se aplica el algoritmo de
agrupacion de unidades de contenido, cuyos detalles se exponen en el apartado 5.
Los experimentos de comprobacion de los resultados del algoritmo realizados para
verificar su correccion se encuentran, junto con sus resultados, en el apartado 6.
Finalmente, se pueden encontrar las conclusiones del trabajo y algunas propuestas de
mejoras en el futuro en la seccion 7.






2 Hojade ruta del trabajo

El desarrollo del trabajo se puede dividir en las siguientes fases:

1.

Documentacion y planteamiento: Lectura y analisis de estudios previos en los
que se trataran temas relacionados con la Planificacion de Textos. Las
primeras lecturas han sido relativas a la Generacion de Lenguaje Natural, para
tener una idea general de los sistemas, y posteriormente se han ido
escogiendo estudios mas especificos relacionados con métodos de
planificacion de textos que permitieran tener claro el problema a resolver en
este trabajo y como enfocarlo.

Disefio propuesta: Una vez establecido el &mbito y objetivo del trabajo, es
necesario establecer el método que se aplicard para resolver el problema
planteado, asi como los datos necesarios (en el apartado 4 se detallan qué
datos se han utilizado y en el 5 se especifica la metodologia seguida).

Anotacion del corpus: La tarea de etiquetado de los conceptos presentes en
los textos del corpus de entrenamiento se ha ido desarrollando también en los
puntos siguientes, puesto que es una labor tediosa y extensa debido a que
queriamos anotar unos 100 textos. Sin embargo, Se requieren unas
anotaciones minimas para poder realizar comprobaciones en los algoritmos
disefiados segun se van elaborando.

Implementar algoritmo de obtencién de datos: Se requiere un cédigo que
permita extraer las unidades de contenido del corpus de entrenamiento
necesarias como referencia para el algoritmo encargado de realizar las
agrupaciones de conceptos (plantillas, bigramas y PMI, tal como se explicara
en el apartado 5).

Implementar algoritmo de resolucion: Una vez se dispone de todos los datos
necesarios, debe disefiarse el algoritmo que realizara las agrupaciones de
conceptos en oraciones e implementarlo. Este algoritmo puede desglosarse en
3 partes segun las agrupaciones que realiza: Primero aplica todas las plantillas
que sea posibles y después realiza agrupaciones de etiquetas sin plantilla
(pertenecientes a diferentes niveles jerarquicos). Los detalles concretos de
este algoritmo estan en el apartado 5.2.3.

Anélisis de resultados y redaccion de memoria: Ejecucion del algoritmo y
comprobacion de sus resultados, los cuales se analizan en la memoria del
trabajo. Asimismo, en esta fase se escribe también el resto de informacion
necesaria para documentar el estudio.

Estas fases se pueden observar representadas graficamente en el diagrama de Gantt
de la imagen 2.1.
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2.1 Diagrama de Gantt



3 Estado de la cuestion

Como se ha indicado previamente, este trabajo se encuentra dentro del campo del
Procesamiento del Lenguaje Natural, el cual se define como un area de investigacion
y aplicacién que explora como los ordenadores pueden usarse para entender y
manipular el lenguaje natural [2]. El presente trabajo se encuentra en uno de los
ambitos de PLN: La generacion de textos a partir de representaciones semanticas
como se observan en el caso de ontologias. Nos centramos en la tarea de
Planificacion de Textos, la cual tiene como objetivo determinar qué contenido es
necesario en un texto y como se debe estructurar para que tenga sentido, para lo que
hay diferentes formas de plantearlo. En concreto, el problema abordado consiste en
desarrollar una técnica para la agrupacion de unidades semanticas en oraciones
utilizando técnicas de aprendizaje.

A continuacion se detalla la base tedrica sobre la que se sustenta este trabajo, situada
dentro del ambito de la Generacién del Lenguaje Natural, exponiendo la definicién
de las “ontologias” (desde el punto de vista de “estructuras jerarquicas de
conocimientos”) Yy la justificacion del uso de Plantillas como solucién en problemas
como el planteado en este trabajo.

3.1 Generacion de Lenguaje Natural (GLN)

En este apartado se definen las tareas realizadas en la Generacion del Lenguaje
Natural, dando una vision general de estos sistemas y destacando aquellos aspectos
relevantes para el presente trabajo. Asimismo, se contrasta la vision “top-down” y
“bottom-up” de Planificacion de Textos, tarea en la cual se centra nuestro trabajo.

3.1.1 Vision global de sistemas de generacion de textos

Un sistema de generacion de textos debe ser construido teniendo en cuenta las
diferentes tareas que se deben llevar a cabo en este proceso hasta obtener el texto
final. Las actividades basicas en GLN son [3] [4] :

1. Seleccion de contenido: Decidir qué informacidn debe incluirse en el texto.
Se seleccionan aquellas unidades de contenido del fichero de entrada que se
comunicaran en el texto, agrupandolas en mensajes que después se utilizaran
en las fases siguientes de generacion del lenguaje para darles forma.

2. Agregacion de oraciones: Agrupar los mensajes en frases, o bien exponer
mensajes diferentes en oraciones separadas.

3. Estructuracion del contenido: Se impone un orden y una estructura en el
conjunto de oraciones. En el texto debe haber un orden coherente que
permita leerlo con facilidad y no transmitir informacion al azar.

4. Lexicalizacion: Decidir con qué palabras deben expresarse los conceptos y
relaciones entre los mensajes.

5. Expresiones referentes: Generacion de anaforas, es decir, sustituir cuando
sea posible nombres de entidades por pronombres que hagan mencién a
ellas.




6. Generacion gramatical: Asegurar la adecuacion del texto en términos
sintacticos, morfologicos y ortogréaficos.

En la imagen 3.1 se puede observar una representacion esquematica del proceso de

Generacion del Lenguaje Natural explicado.
Seleccion de Creacion de -

Lexicalizacion

Segun el criterio del disefiador del sistema de generacion de textos, algunas de estas
tareas pueden ser realizadas simultaneamente.

Expresiones
referentes

Generacion
gramatical

3.1 Esquema de GLN

Las tareas de un sistema de GLN tradicionalmente se agrupan en tres pasos clave:

1. Planificacion de textos: Incluye la seleccion de contenido, la agrupacion en
oraciones y la estructuracion del discurso.

2. Planificacion de oraciones: Engloba el trabajo realizado a nivel de frase, el
cual realiza las tareas 4-5 especificadas previamente (lexicalizacién y uso de
anaforas).

3. Finalmente, se realiza la generacion gramatical en un paso final que, tal
como se ha explicado, procesa la sintaxis, morfologia y ortografia del texto
obtenido.

En este estudio, el trabajo se basa en la primera area, a nivel de planificacion de
textos. El objetivo es determinar qué decir y organizarlo coherentemente, mientras
que se deja fuera del alcance del proyecto la especificacion de qué términos exactos
utilizar. A nivel de oracion, solamente se analiza qué conceptos poner en ella, pero
no se llega a realizar la tarea de dar estructura interna a las oraciones.

3.1.2 Planificacion de textos

La planificacion de textos puede plantearse desde dos puntos de vista opuestos: “top-
down” y “bottom-up”.

El planteamiento bottom-up a menudo se basa en la Teoria de la Estructura Retérica
(en inglés “Rhetorical Structure Theory”, con siglas RST), la cual propone
representar jerarquicamente los fragmentos de un texto en una estructura de arbol
empezando la organizacion de los elementos “desde abajo”. Asi pues, en RST es
béasico establecer como los elementos anotados del texto se estructuran y combinan
entre ellos mediante relaciones discursivas, lo cual permite asegurar que el texto
creado es coherente. Muchas de estas relaciones contienen dos partes primarias: El
Nucleo, que forma el centro, y el Satélite, que desempefia el papel de calificativo [5].
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A continuacion se muestra un ejemplo de representacion de RST (imagen 3.2), donde
se aprecia esta relacion entre las unidades presentes en un texto. En ella se observan
las relaciones RTS de un texto (compuesto por el titulo y el resumen),
correspondiente a un ejemplo extraido del estudio de M. Taboada y W. Mann [6].
Cada flecha representa una relacion que va desde el satélite hacia el ndcleo,
indicando sobre ella el tipo de relacion. Por ejemplo, en la relacion “Condition” el
nacleo lo forman las unidades 3-4 y el satélite es la unidad 2.

[Title:] The Perception of Apparent Motion

[Abstract:] When the motion of an intermittently seen object is ambiguous,
the visual system resolves confusion

by applying some tricks that reflect a built-in knowledge of properties of the
physical world.

L.

14
Preparation
T
1 2-4
Condition
_-r""'-'_'_'_.—\_\_\_\-\""-\h.
The Percephion of 2 3-4
Apparent Motion Means
When the motion of 3 4
an intermittently
seen object 1s
ambiguous, the wsual system by applying some
resolves confusion  tricks that reflect a
built-in knowledge
of properties of the
physical warld.

3.2 Ejemplo de relaciones RTS

RST se formuld inicialmente como una teoria que permitia explicar como estaban
planificados los textos, y fue E. Hovy quien formalizé la teoria para la generacion de
textos. En la imagen 3.3 se observa un ejemplo de un sistema propuesto por él
basado en RST para la generacion.



(GOAL (BMB SPEAKER EEARER (SEQUENCE-OF E1 7NEXT))

((ENROUTE E1)
(ACTOR E1 K1)
(DESTINATION E1 51)

((POSITION P1)
(HEADING P1 H1)
(LATITUDE P1 79}

{(SHIP K1)
(MAME K1 KNOX)
(READINESS K1 C1)

{NEXT-ACTION E1 A1) (LONGITUDE P1 18)) { (PORT 51)
({LOCATION E1 P1)) ((EEADING H1) (NAME S1 SASEBO))
((ARRIVE A1) {COURSE H1 1985)) ({DATE T1)
(ACTOR 41 K1) ({LOAD L1) (DAY T1 24)
(TIME A1 T1)) (ACTOR L1 K1) (MONTE T1 4))
(NEXT-ACTION A1 L1)) (STARTTIME L1 T2) (({DATE T2)
{(READINESS-STATUS C1) (ENDTIME L1 T3)) (DAY T2 28)
(NAME C1 C4)} {MONTH T2 4})
({DATE T3)
{DAY T3 28)

| (MONTH T3 4})
i

SEQUENCE
/ A
/ \
CIRC SEQUENCE
VAR PN
ELAB ELAB A1 L&
VA A

El1 €1 Pi H1

Knox, which is C4, iz en route to Sasebo. It is at TSN 1BE heading
SS5W. It will arrive on 4/24, and will load for four days.

3.3 Sistema de E. Hovy

En el ejemplo de Hovy mostrado en la imagen 3.3 se observa como el diagrama de la
estructura RST de los elementos de un pérrafo tiene aspecto de arbol, el cual se ha
formado poniendo a la izquierda el nicleo y a la derecha el satélite de cada relacion.
En la parte superior de la imagen estan las afirmaciones que enlazan los diferentes
elementos, y el texto de la parte inferior es el resultado obtenido.

El método bottom-up permite empezar la estructura del discurso seleccionando
conceptos individuales y buscando relaciones binarias con otros conceptos. Es decir,
teniendo en mente la organizacion de un arbol de jerarquias se puede considerar que
RST empieza la estructura trabajando con pequefias partes del arbol y termina
juntandolas para completarlo.

En contraste con este enfoque de planificacion de textos, se encuentra el “top-down”,
el cual realiza la estructuracién de las unidades de contenido basandose en el objetivo
del discurso. La aproximacién top-down mas relevante para el presente trabajo es la
propuesta por McKeown, en la cual se utilizan “Plantillas” dentro de las cuales se
introduce la informacion que se desea transmitir. Asi pues, mientras que en los
métodos bottom-up se estructuran los conceptos de modo dinamico y el discurso se
construye recursivamente mediante composiciones sucesivas de relaciones, al utilizar
plantillas para estructurar el contenido desde el principio se determina qué se quiere
transmitir y como.



K. McKeown [7], basa su trabajo en el conocimiento semantico de la informacion
relevante para determinar como estructurar lo que se quiere decir. Identifica como
unidad basica del discurso lo que llama “afirmaciones retoricas”, las cuales describen
la funcion de cada oracién. Algunos ejemplos ilustrativos de las afirmaciones
retdricas de su trabajo son:

1. Afirmacion atributiva: “Mary tiene un abrigo rosa”.

2. Afirmacion equivalente: “Los vinos descritos como ‘fabulosos’ son buenos
vinos provenientes de un buen lugar”.

3. Afirmacion de especificacion: “Mary es bastante grande. Ella pesa 180
kilos.”

El sistema utilizado contiene plantillas, las cuales son representaciones predefinidas
de estructuras de parrafos que se usan como patrones donde colocar las afirmaciones
retoricas. El primer generador de textos implementado en sus estudios, TEXT, utiliza
un total de 4 plantillas (ldentificar, Describir, Comparar-Contrastar y Atributivo)
para generar pequefias descripciones de barcos. En la siguiente imagen (3.4) se
puede observar el grafo de estados correspondiente a la creacion de una de estas
plantillas, en concreto la de Identificacion. Este grafo empieza seleccionando una
primera afirmacion de identificacion. En pasos posteriores se pueden afiadir
afirmaciones adicionales (indicado con “subr”) o bien salir del grafo (instruccién

G‘pop”).

FILL [DENTIFICATION

@- SUBR DESCRIPTION/

JUMP

SUBR EXAMPLES
SUBR EXAMPLE/

SUBR END-SEQ/

POP

SUBR EXAMPLE/

POP

3.4 Grafo de la plantilla Identificacion



Un ejemplo concreto de McKeown en el que se aprecia la identificacion del tipo de
afirmacion dentro de la plantilla de Identificacion, es el siguiente (imagen 3.5):

“Eltville (Germany) (1) An important wine village of the Rheingau region. (2} The vineyards make
wines that are emphatically of the Rheingau styla, (3) with a considarable weight for a white wine.
(4} Taubenberg, Sonnenberg and Langenstuck are among vineyards of note,” (Paterson [28]).

Classification of example

1. ldentification (class & attribute)
2. Attributive

3. Amplification

4. Particular-illustration

3.5 Afirmaciones de la plantilla Identificacion

Teniendo en cuenta el tipo de afirmacién y observando como los parrafos estan
estructurados, se realiza una identificacion de las plantillas mas comunes utilizados
en diferentes textos (la variedad de textos evita que reflejen el estilo de una Unica
persona) para describir como comunicar informacién con un proposito concreto [7].

3.2 Ontologias

La informacion extraida del texto se puede representar en lo que se denomina
“ontologias”, las cuales permiten realizar una descripcion formal del contenido de un
texto en términos de conceptos y relaciones entre ellos.

La nocion de “ontologia” existe desde que los filésofos griegos del siglo IV A.C.
tuvieron la necesidad de crear un término que hiciera referencia a conceptos o items
del &mbito del conocimiento. En concreto, Aristoteles inicid la discusion sobre qué
hay més all4 de la fisica en su libro de metafisica. Para ellos una ontologia era una
conceptualizacién de una cierta vision del mundo, independientemente del lenguaje
usado (la idea es la misma pese a explicarla en inglés o italiano, o incluso segun el
vocabulario utilizado) [8]. En un articulo de 1999 en la revista “Intelligent Systems
and their Applications” se expuso la importancia de las ontologias, entendidas como
un conjunto de conceptos o términos que pueden ser usados para describir alguna
area del conocimiento o construir una representaciéon del mismo. La virtud de
utilizar ontologias es que facilitan la comparticion de conocimientos, ya que si se
usan como base para diferentes sistemas se puede encontrar una terminologia comdn
que facilite su comparticién y re-uso [9].

Actualmente la definicion de “ontologia” tiene en Inteligencia Artificial diversas
interpretaciones, ademas de la filoséfica [10]. En el presente trabajo se coincide en la
definicion de ontologia como una especificacion de una conceptualizacion. Una
conceptualizacion es una vision simplificada del mundo, en la cual tenemos un
conjunto de objetos y su relacion entre ellos. Asi pues, las ontologias permiten
organizar los datos en un esquema conceptual que podemos procesar mediante un
programa que extraiga la informacién que deseamos. Mediante las ontologias es
posible trabajar con conceptos, en lugar de palabras clave, en los sistemas de
recuperacion de informacion.
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La representacion estandar de las ontologias hoy en dia es el RDF (siglas en inglés de
“Resource Description Framework”, Marco de Descripcion de Recursos), el cual es
un modelo basado en la sintaxis XML (siglas en inglés de “Extensible Markup
Language”) que define el formato de los datos para poderlos procesar por maquinas y
clasificar semanticamente la informacion. El lenguaje RDF permite representar los
conocimientos mediante metadatos, que son datos interrelacionados entre si de modo
que aportan informacién unos de otros. Esto implica que las consultas en la base de
datos son més completas que las basadas en palabras clave, puesto que se incluye la
nocion de recursos: Objetos que pueden estar relacionados con otros recursos
mediante direcciones URI (“Uniform Resource Identifier”, identificador Gnico de
objetos). Esta relacion puede representarse graficamente en un esquema en el que se
muestren las relaciones semanticas entre los recursos, lo cual puede interpretarse
como un grafo dirigido [11]. En la imagen 3.6 se puede observar un esguema
ilustrativo de las relaciones entre recursos en RDF*

RDF Description

Resource PropertyType L @ FropertyType 33._ Resource

1 - 2 - 3

PmpertQpe 2 Pmpert@pe 4

"Atomic Value" "Atomic Value"

3.6 Relaciones entre recursos en RDF

En el trabajo de F. Draicchio et al. [1], se tiene en cuenta cdmo las ontologias se
relacionan a nivel de oracidn, superponiendo a la representacion RDF etiquetas
semanticas del contenido. Es un planteamiento diferente al habitual, puesto que crea
representaciones semanticas de los conceptos, algo de lo que no estd dentro del
alcance de RDF. En sus estudios han realizado la herramienta llamada FRED, la cual
procesa texto y genera un grafico con la representacion RDF e informacion
semantica de las ontologias presentes en él. Por ejemplo, utilizando la demo online
de este programa con la oracion He lives in Barcelona, se obtiene la representacion
gréfica de las ontologias RDF que se observa en la imagen 3.7.

' Imagen obtenida de la direccién Web http://www.dlib.org/dlib/may98/miller/05miller.html.
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& fred:live 1

iole: Theme rdf:type vn.roleLocation

& fred:imale 1 & frcd:Barcelona

rdf:type owl:equifalentClass rdfs:subClassOf owl:sg

eAs

| ﬁedz]\f[alc‘ | vn.data:Live 46000000 l ‘ dul'.Eventl |’ dbpedia:Barcelona |

rdf:type

Y
‘ schemaorg:Place |

3.7 Representacion de FRED

Como se puede observar en la imagen 3.7, para cada elemento se identifica de qué
tipo es (“Male”, “Event” y “Place”), ademas de establecer las relaciones entre ellos.

3.3 Uso de Plantillas en PLN

En el Procesamiento del Lenguaje Natural (PLN) habitualmente se han utilizado
plantillas para realizar algunas de sus tareas. A continuacion se detallan aquellas
tareas que también se han desarrollado en este trabajo y que han influido en las
plantillas creadas. Mediante la Extraccion de Informacién se han obtenido datos que
han permitido crear las plantillas que definen qué conceptos pueden agruparse en
forma de oraciones, mientras que en la Semantica de Casos se justifica su uso en la
generacion de textos.

3.3.1 Extraccion de informacion

La tarea de Extraccion de Informacion pertenece al ambito de Procesamiento del
Lenguaje Natural, y esta basada en el reconocimiento, etiquetado y extraccion de la
informacion en una representacion estructurada de ciertos elementos de informacion
como por ejemplo personas, lugares u organizaciones de grandes colecciones de
texto [12]. Habitualmente se relaciona con documentos basados en texto, a pesar que
de que en principio la extraccién de informacion se puede aplicar también a
imagenes, videos o ficheros de audio. Su objetivo es identificar aspectos relevantes
del mensaje que se quiere transmitir, lo cual requiere seleccionar piezas clave de los
documentos (frases o palabras). Esta tarea es compleja para las maquinas debido a
que el lenguaje natural es ambiguo, redundante y esta estrechamente ligado al
contexto [13].
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La informacion extraida de un texto habitualmente se almacena de forma
estructurada, predefiniendo una serie de plantillas que contendran informacion del
dominio. A modo de ejemplo, se muestra la plantilla utilizada en EXIT (imagen 3.8),
un sistema de extraccion de informacion de textos relativos a la compra-venta de
inmuebles, para la frase Don Fernando Garcia Cueto vende la casa situada en la
calle Foguerer n°4 a Don Andreés Iritigoya Lopez [14] (los atributos no rellenados se
deben a que en la oracion original no se aporta esa informacion):

<PLANTILLA-0001>: = <PERSONA-0002>: =
DOC NR: 0001 NOMBRE: “ANDRES IRITIGOYA LOPEZ”
CONTENIDO: <COMPRA VENTA-0001> DNT:
<COMPRA VENTA-0001>:= DIRECCION:
VENDEDOR: <PERSONA-0001> <INMUEBLE-0001> : =
COMPRADOR: <PERSONA-0002> IDENTIF .. “0001™
OBJETQ_COMP: <INMUEBLE-0001> TIPO: “CASA”
<PERSONA-0001> : = VIA: “CALLE"
NOMBRE: “FERNANDO GARCIA CUETO” DIREC.: “FOGUERER N° 4
DNI: LINDA:
DIRECCION: REGISTRO:

3.8 Plantilla de EXIT

Gracias al uso de estas plantillas en Extraccion de la Informacion se pueden
recuperar directamente los datos relevantes presentes en un texto.

3.3.2 Semantica de casos

Esta teoria linguistica inicialmente desarrollada por Charles J. Fillmore se basa en la
idea de que el mensaje de una oracion varia segun la estructura de la misma, la cual
viene definida por un patron. Los patrones son conjuntos de unidades de contenido
que se relacionan semanticamente entre si, de modo que las palabras tienen
significados diferentes segun el patron al que pertenezcan, como por ejemplo
“instrumento”, “agente de la oracion”, “lugar”, etc. [15] La semantica de casos
pretende entender y describir el significado de las palabras y construcciones
gramaticales, enlazandolos asumiendo que el modo en la que una palabra concreta
esta situada dentro de una oracion remarca aspectos especificos del patron en el que
esta palabra pertenece. A continuacién se presenta un ejemplo ilustrativo de Fillmore
[16]:

Imaginemos dos hermanos gemelos idénticos, Mark y Mike, ambos en descansando
en camillas de un hospital exactamente en la misma posicion. Cuando una enfermera
entra en la habitacion de Mark, dice: “Veo que Mark es capaz de levantarse ya”.
Posteriormente, entra en la habitacion de Mike y comenta: “Veo que Mike es capaz
de levantarse ya”.

En este ejemplo, claramente se puede observar que ambas oraciones transmiten un
mensaje diferente. Sin embargo, este significado simplemente esta relativizado a la
escena, y se puede ver que las frases pertenecen a un mismo patron, por ejemplo, se
puede decir que “Mark” y “Mike” son “pacientes”. Por lo tanto, la informacion
transmitida en estas dos oraciones puede considerarse la misma que “Veo que
<paciente> es capaz de levantarse ya”. Asi pues, lo que se interpreta como
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“significado” de una frase, esta estrechamente ligado qué conceptos se escogen para
formarla y no tanto a las palabras concretas [16].

Este enfoque de detectar patrones en los conceptos dispuestos en las oraciones es
similar al aplicado en el presente trabajo, en el cual se han clasificado ontologias
segun su significado para distinguir diferentes funciones de las mismas en las frases.
Para Fillmore los patrones son un instrumento linglistico y estan vinculados a la
realizacion linglistica, en cambio en este estudio se trabaja a nivel de conocimientos
y se utilizan las etiquetas como un vinculo entre ellos. La propuesta de Fillmore ha
sido utilizada también en otros estudios y proyectos, como es el caso de FrameNet.

El proyecto FrameNet estd creando un recurso léxico online basandose en la
semantica de casos y utilizando datos del “British National Corpus”. Su objetivo es
obtener descripciones semanticas y sintacticas de unidades Iéxicas desde el punto de
vista de los patrones explicados anteriormente. Estas descripciones se registran
mediante anotaciones en los textos de corpus por parte de humanos utilizando
herramientas especificas para esta funcién [17].

A continuaciéon se muestra una captura de pantalla de la demo de anotacién del
proyecto Framenet (imagen 3.9), la cual se encuentra en su pagina web. En esta
demostracion se trabaja con la unidad 1éxica “Ask” (en inglés, “preguntar”), que
pertenece al marco de Cuestionamiento. En el recuadro superior se observan las
frases de ejemplo, y mediante los botones de colores inferiores se pueden etiquetar
los componentes de la oracion seleccionada.

Lexical unit: ask.v (annotated examples)
Frame: Questioning (definition)

01-unannotated-1

The gift that I am [XEREIE you to make will be used to continue our mission of helping people prepare for, find and keep jobs.

This way when we go out to [X8 for community support and are asked about our board giving level, we can show our in-house
commitment through 100% board participation.

we're XTI for a contribution in the amount of because you can't got a better bang for your buck than to support an organization
that impacts so many lives in so many ways.

USAT 's off-lead reports that at yesterday's presidential press conference, the first questioner [EET4=8 Bill Clinton to distinguish between
his case and Richard Nixon's use of executive privilege.

And with the wisdom of the aged, Vannie Starr [JEl88 the question that now haunts the nation, "Why can't the President be satisfied
with his wife?"

This way when we go out to [ for community support and are asked about our board giving FE
level, we can show our in-house commitment through 100% board participation.

G |

< |<||<]«

Non-core:

3.9 Demo de anotacion de FrameNet
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También se puede observar en la imagen 3.10 una captura de pantalla de un ejemplo
ya etiquetado de FrameNet. El documento procesado pertenece al “American
National Corpus”. Las palabras mostradas en azul son las originales del texto,
mientras que las que se muestran en negro y mas pequefias son las anotaciones
realizadas.

FrameNet Data

Lexical Unit Index Frame Index

American National Corpus Texts - Berlitz History

of Greece

La mwation_dexripﬁan H:[STORYH:{stUr)-'

2. PREHISTOR‘ICTempml_cullucau'un man mLocaLi‘(e_rElaﬁUn Asia Minor ( now MODEK\:Tempoml_collocaﬁon Turkey ) or Greece
COULDCEPEM“U, LOOKPHC?pﬁou_acmE out across the Aegean toward the horizon and SEEPmepnou_expenence the faint silhouette @P artitive

land . Their curiosity PUS}[EDSubJECIi\'E_i.nﬂuenDe them to BUILDB.,A&;“_ VESSELS

ENOUGHSuﬁ'lcienc_\' to PORDl.mentional_tra\'ersi.ng the open MNanxal_femwea

MARKD\IGSL o the START of the LOXGDuraLiou description legacy of Mediterranean seafaring .

Vehicle that were MEK‘EI&T&_&IICE

and Mmi"mg these wl\'amal_feames !

Temporal subregion

3.10 Ejemplo etiquetado de FrameNet

3.4 Conclusiones del Estado de la Cuestion

Una vez expuesta la base tedrica de este trabajo, a continuacion se procede a
concretar como se han aplicado estos enfoques.

Para el experimento realizado en el presente trabajo se ha trabajado con etiquetas
semanticas, como se ilustran en FRED, asumiendo que a través de FRED se puede
establecer una proyeccién bidireccional entre ontologias y conjuntos de etiquetas
semanticas. Por lo tanto, en este punto de vista cada etiqueta es una instancia de una
ontologia.

Este etiquetado simplifica la tarea de extraccion de la informacién, puesto que el
ordenador no necesita identificar la informacion relevante y se eliminan problemas
de ambigledad del texto o de entendimiento del contexto. Como las anotaciones en
los textos han sido realizadas mediante un humano, la tarea de extraccion de
informacién ha requerido implementar un método de discriminacion y seleccién de
los datos una vez etiquetados, y ademas se asegura la calidad de los datos de
entrenamiento.

Se han utilizado dos métodos diferentes para la agrupacion de unidades de contenido
en oraciones, cada uno basado en un enfoque de planificacion de textos opuesto:

¢ Inicialmente, se crean plantillas a partir del corpus de entrenamiento y
después se “rellenan” con los datos de la base de conocimiento. Este seria un
punto de vista top-down en sintonia con la propuesta de McKeown.

e Posteriormente, se trabaja con aquellas unidades de conocimiento que no ha
sido posible hacer encajar en las plantillas. En este caso, se utiliza un enfoque
bottom-up del problema, trabajando individualmente con los conceptos como
en RTS.
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El objetivo de las plantillas es guiar la agrupacién de la informacion de un
repositorio de conocimiento en unidades (frases) de un modo similar al propuesto por
McKeown (y apoyandose en la idea de los casos semanticos de Fillmore; véase
también los comentarios sobre FrameNet), el cual es un punto de vista reciente y
diferente respecto a la creacion tradicional de plantillas donde se establecian de un
modo predefinido. Tal como se ha interpretado en este trabajo, el contenido de una
plantilla no tiene una estructura especifica, sino que es posible combinar los
conceptos de diferentes modos para crear una oracion. Por ejemplo, es lo mismo
Pedro vive en Madrid, que En Madrid vive Pedro, lo importante son los
componentes de la oracion y su relacion, y no tanto el orden en el que se expresan.
Asi pues, las plantillas indican qué agrupaciones de conceptos se pueden realizar a
nivel de oracion.

Las plantillas se han creado a partir de la anotacion de conceptos de las oraciones en
el corpus (etiquetados segun su significado), puesto que el objetivo es agrupar la
informacion en oraciones y no en parrafos. Asi pues, una plantilla podria ser, para el
ejemplo anterior Pedro vive en Madrid, Persona + Evento + Lugar (el orden de
los elementos es irrelevante). De esta manera, se obtienen plantillas flexibles para las
cuales no se requiere un conocimiento previo por parte del usuario del &mbito de la
base de conocimiento, sino que dependen Unicamente del corpus.

Asimismo, una vez agrupados todos los conceptos posibles dindmicamente mediante
plantillas, se aplica un punto de vista bottom-up para terminar de organizar aquellos
elementos “sobrantes” que no han podido encajar con el resto utilizando plantillas.
Por lo tanto, también se ha adaptado el punto de vista RST para poder trabajar a nivel
de conceptos y tener en cuenta las relaciones semanticas encontradas entre ellos en el
corpus de aprendizaje. Mediante este enfoque se realizan dos tipos de agrupaciones:

1. Entre todos los conceptos que no se han podido agrupar con el resto mediante
plantillas, se buscan agrupaciones nuevas. Es un punto de vista bottom-up
porque se analizan las relaciones entre conceptos individualmente y se van
realizando grupos nuevos.

2. Una vez terminadas las agrupaciones, se aplica de nuevo este tipo de enfoque
para poner los conceptos que quedan pendientes de agrupar en los conjuntos
ya existentes. En esta ocasion, se comprueba si una unidad de conocimiento
puede encajar con cada una de las agrupaciones de conceptos y se busca la
mejor opcion.

Los detalles de este método, en el cual se utiliza inicialmente el enfoque bottom-up y
posteriormente top-down, se explican en el apartado 5.2. Asimismo, en se ha
incluido como Anexo un ejemplo concreto de clasificacion de etiquetas en el que se
aprecia el uso de ambos enfoques (apartado 9.2).

De un modo similar al planteado en el proyecto FrameNet, en el presente trabajo se
ha almacenado informacion respecto a los patrones de conceptos presentes en los
textos, pretendiendo demostrar que hay una relacion entre las diferentes etiquetas
agrupadas dentro de una misma oracion. Gracias a esta relacién se pueden crear
agrupaciones coherentes automaticamente por un sistema de planificacion de textos.
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4 Descripcion del conjunto de datos utilizados

El algoritmo encargado de realizar la agrupacion de unidades de contenido en
oraciones requiere de datos obtenidos previamente. A continuacion se explica qué
datos se han extraido de los textos de ejemplo y como se ha organizado la
informacion a partir de ellos.

4.1 El corpus de entrenamiento

El corpus es una coleccion de textos usada como referencia en la linglistica, por
ejemplo para realizar estudios sobre diferentes aspectos de la redaccion de los
documentos. Cuanto mayor es el corpus, mas fiables son los resultados obtenidos en
los estudios que se basan en él.

El tipo de texto utilizado en este trabajo han sido biografias de personas conocidas
extraidas de la base de datos DBPedia [18], de las cuales se han escogido un total de
100 personajes con profesiones diferentes. El criterio de seleccion aplicado ha sido
buscar esencialmente artistas, cientificos, escritores o politicos, debido a que se ha
identificado un estilo de escritura diferente entre ellos; siendo las vidas de personajes
histéricos mas complejas que el resto en cuanto a relaciones sociales, los textos de
cientificos contienen explicaciones técnicas, y los escritores y artistas tienen
biografias en las que se exponen sus obras. Se han descartado biografias de
deportistas por su simplicidad en las explicaciones, ya que la mayoria de ellas se
centran en enumerar los equipos Yy ligas en las cuales ha jugado el protagonista, lo
cual no nos aporta informacion interesante en relacién con la redaccion del texto.

4.2 Etiquetas

La obtencion de unidades de contenido del texto se realiza mediante el previo
etiquetado de las entidades semanticas que forman las oraciones de los textos del
corpus, por lo que una etiqueta representa un fragmento de contenido de una frase.
No hay establecida una relacion lineal entre las palabras y las etiquetas, de tal forma
que en una sola etiqueta se pueden encontrar una 0 mas palabras, y puede haber
palabras del texto que no han sido etiquetadas debido a que no aportaban
informacion relevante (como por ejemplo articulos o conjunciones). Ademas, segun
el contexto una misma palabra puede tener un significado diferente, lo cual dificulta
el etiquetado automatico de la misma.

En la imagen 4.1 se muestra un ejemplo en el que se reflejan las palabras no
etiquetadas. Como se puede observar, palabras como “of”, “the” y “and” no aportan
informacidn necesaria a ser almacenada y procesada, por lo que no hace falta que
sean etiquetadas.

[Person| [Reference| Relative |Property] [Property| [Topic| [Profesion|  [Property| [Topic]
She is called the mother of the Dutch theatrical song and the gueen of Dutch children's literature

4.1 Frase de la biografia de A. Schmidt
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Se ha escogido un conjunto de etiquetas que permita recoger toda la informacion
clave de las oraciones y clasificarla segun su contenido. Las etiquetas son:

Person: Identifica las personas a las que se hace mencion.

Birth: Contiene la informacion relativa al nacimiento de la persona
protagonista en la biografia.

Circumstance: Engloba aquella informacion que ha causado alguna
consecuencia, puede ser que esta etiqueta incluya otras dentro que detallen la
situacion expuesta.

Death: Similar a “Birth”, pero con la muerte del personaje.

Description: Incluye informacion que detalla algo mencionado en la misma
frase.

Event: Identifica los eventos o verbos de la oracion.

Event_Establish: En este caso, especifica aquellos verbos que suponen el
inicio de algun hecho.

Location: Determina los lugares expuestos en la oracion. En el caso de
detallar una localizacién, por ejemplo del modo “Madrid, Espafia”, estos dos
lugares se consideran como uno solo.

Number: Etiqueta para los nimeros (tanto cardinales como ordinales).

Object: Todos aquellos objetos (p.ej. “mesa”, “piano”, “ventana”, etc.) de la
oracién son identificados con esta etiqueta.

Organization: Sefiala las instituciones citadas.

Ownership: Identifica palabras que denotan propiedad.

Parenthesis: Sirve para marcar aquellos datos que estdn entre paréntesis
dentro de una frase.

Profesion: Determina las profesiones.

Property: Contiene todas aquellas palabras que indican propiedades o
atributos de otros datos.

Time_period: Informacion relativa a un periodo de tiempo.

Time_point: En este caso, se marcan los datos referentes a un momento
especifico (incluye también las fechas).

Topic: Identifica aquella informacion “abstracta”, como ideas o titulos de
obras.

Relative: Permite diferenciar las palabras que denotan parentesco.

Set: Engloba aquella informacion relativa a grupos de personas.

Reference: Especifica los datos que permiten hacer referencia a otros, como
por ejemplo “también conocido como...”, “del mismo modo que...”,...
Reference_Relation: Tiene los verbos que establecen vinculos fuertes entre
conjuntos de datos, como es el caso de “ser” o “tener”.

Related: Informa de datos que estan relacionados entre ellos mediante
mencion especifica de dicha relacion.
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A continuacion se presenta a modo de evidencia una imagen que refleja como
algunas de estas etiquetas se aplican en dos oraciones distintas (imagen 4.2).

[Time_Point| [Property| [Topic| [Reference] |Profesion| | Time_Point|
After ashort but notable career as a stage actress in the late 1920s,

[Person| [Event| Mumber] [Object] [Time_Period] [Location]
she made 85 films in 38 years in Hollywood,

[Person] [Event] [Topic| Topic
She has done playback singing for over a thousand Bollywood movies.

4.2 Oraciones de B. Stanwyck y A. Boshle

En las oraciones de la imagen 4.2 se pueden observar diferentes formas de empleo de
algunas etiquetas, como por e¢jemplo el uso de “Time Point” en una sola palabra
(“After”) o para un momento determinado (“in the late 1920s”).

4.3 Herramienta de anotacion

En este apartado se explica qué instrumento se ha utilizado para etiquetar la
informacién contenida en el texto, basandose el listado de etiquetas que hemos
establecido previamente, el cual se ha explicado en el apartado anterior.

Mediante la herramienta de anotacion se agiliza el trabajo a realizar en la anotacion
de entidades, ya que permite almacenar rapidamente los datos que de otro modo
habria que ir registrando manualmente. Esto se debe a que se puede trabajar sobre el
texto directamente seleccionando los datos y clasificandolos, lo cual evita tener que
escribirlos uno a uno en un documento aparte.

Se han probado dos herramientas de anotacion distintas: Inicialmente RDFaCE [19]
y posteriormente Brat Annotation Tool [20].

4.3.1 RDFaCE

Su objetivo principal es combinar el paradigma WYSIWYG (What You See Is What
You Get, “lo que ves es lo que tienes”) con la anotacion semantica. Su interfaz
contiene un listado de etiquetas disponibles, las cuales se pueden utilizar para ir
clasificando la seleccién de texto que deseemos. Asimismo, incluye la opcion de
analizar el texto mediante consultas en algunas bases de datos que, en caso de
encontrar  coincidencias, permite realizar  anotaciones  automaticamente
(especialmente util para personas, lugares y organizaciones, que son las mas faciles
de encontrar).

La pagina web de RDFaCE incluye una exhaustiva descripcion de la misma, una
demo on-line y la opcion de descargar la version completa gratuitamente [19].
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Después de tratar de etiquetar algunos textos mediante esta herramienta, se decidid
descartar su uso debido a dificultades en su manipulacion y fallos en algunos botones
de la interfaz del programa instalado en nuestro equipo, los cuales no se pudieron
solventar para llegar a trabajar correctamente.

En la imagen 4.3 correspondiente a demo de la pagina web de RDFaCE, se observa
el texto de la biografia de Johan Wolfgang von Goethe, asi como una imagen suya
que también puede etiquetarse. En pulsar el botdn derecho del ratdén nos aparece la
opcidn de afiadir como entidad la informacion seleccionada, escogiendo alguna de
las etiquetas de la lista.

B I U s | = = = = Styles v Paragraph v FontFamily ~  FontSize - Av fB/_"v
= E-|EE| s E R =Rh- P T - 1

Johann Wolfgang von Goethe vas a German writer, pictorial artist, biologist, theoretical physicist, and
polymath. He is considered the supreme genius of modern German literature. His works span the fields of
poetry, drama, prose, philosophy, and science.

Goethe studied law in University of Leipzig from 1765 to 1768. He detested
learning age-old judicial rules by heart, preferring instead to attend the poetry
lessons of Christian Fiurchtegott Gellert. In Leipzig, Goethe fell in love vith
Kathchen Schénkopf and wrote cheerful verses about her in the Rococo genre.
The restaurant Auerbachs Keller and its legend of Faust's 1525 barrel ride
impressed him so much that Auerbachs Keller became the only real place in his

closet drama Faust Part One. Because his studies did not progress, Goethe was
forced to return to Frankfurt at the close of August 1768. Goethe had a great
effect on the nineteenth century.

The Goethe Institute is a3 non-profit German cultural association operational
worldvide, promoting the study of the German language abroad and encouraging
international cultural exchange and relations. The Goethe-Institut fosters
knovdedge about Germany by providing information on German culture, society
and politics.

Add as Entity » News Artice

Entities » Organization
Person
Path: p Place Words: 186 y
Postal Address
More... >

4.3 Demo de RDFaCE

4.3.2 Brat Rapid Annotation Tool

Brat es una herramienta open source basada en la web, la cual debe ejecutarse
localmente (en localhost) para poder cargar los documentos y trabajar sobre ellos.
Permite, ademas de realizar anotaciones, establecer relaciones entre las mismas, entre
otras funciones explicadas en su pagina web [20].

Se encontrd esta herramienta mas facil de utilizar que la anterior y con explicaciones
detalladas de su funcionamiento en la web, y enseguida se vio como adaptarla a los
requerimientos de este trabajo (el listado de etiquetas se puede modificar facilmente
mediante un fichero de configuracién), por lo que ha sido la que finalmente se ha
utilizado para el etiquetado de todos los textos del corpus.

En la siguiente imagen (Imagen 4.4) se puede observar la opcion de carga de un
documento en Brat. Estan listados los ficheros de texto, de los cuales se selecciona el
deseado y se pulsa el boton “OK” para empezar a etiquetar. Los resultados se
guardan en un documento que tiene el mismo nombre, pero extension .ann (debe ser
creado vacio previamente). El valor numérico que se aprecia en la columna
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“Entities” es el namero de etiquetas de la biografia almacenadas en su

correspondiente fichero .

ann.

e ¢ | [ 127.0.0.1:8001/index.xhtml#/Procesados A-B/

X

Open

IProcesados A-B/

Collection Information

B EJ /Procesados A-BI brat

 Document |
[Document
Modified  Entiies Relations Events B3
= ./
LT A_A_Alen 2 days ago 35 0 0
T A_E._Douglass 2 days ago 52 0 0
|| A._Edward_Sutherland 2 days ago 63 0 0
1 Aaron_Lewis 2 days ago 39 0 0
| ] Abbie_Hoffman 2 days ago 62 0 0
] Achim_Reichel 2 days ago 104 0 0
| Alison_Krauss 2 days ago 125 0 0
[« i v
oK Cancel

4.4 Cargar un documento en Brat

En la imagen 4.5 se ha capturado el listado de etiquetas en la configuracion de Brat
de nuestro trabajo. En el apartado superior “Text” se puede observar el texto
seleccionado (en este caso el nombre de Donald G. Jackson), el cual se puede anotar
seleccionando la etiqueta deseada del listado. Dicho listado lo establece el usuario en
un fichero aparte llamado “annotation.conf”, y es posible personalizar los colores de
las etiquetas en el fichero “visual.conf” seguin las propias preferencias.

New Annotation ®

Donald G. Jackson

| Search |
Google, Wikipedia

Entity type
® Person =
© Birth
 Circumstance
 Death
 Description
) Event
'/ Event_Establish
 Location
2 Number
© object
' Organization
© ownership

' Parenthesis
) Phrase

' Profesion

(4]

) Pranert

(o] cae

4.5 Etiquetas en Brat
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El Unico inconveniente que se encontrd con esta herramienta fue que no se pudo
identificar la codificacion de los caracteres utilizada para determinar la posicién de
las etiquetas en el fichero de anotaciones, por lo que para el valor de inicio y de fin
de las etiquetas establecido por esta herramienta no parecia tener sentido (y en la
pagina web no se hacia mencion a este problema). La solucion ha sido utilizar una
etiqueta “Phrase” que registra el inicio y el final de las frases, de modo que para
detectar qué etiquetas hay dentro de una frase se compara el inicio y final de las
mismas con el de la frase.

A continuacién, en la imagen 4.6, se puede observar la biografia de R. Adams
cargada en Brat antes y después de realizar las anotaciones (sin las etiquetas de
frases):

1/ (1)David Ryan Adams (born November 5, 1974) is an American alt-country/rock singer-songwriter, from Jacksonville, North Carolina.

2/ (2) Adams left the group Whiskeytown and released his first solo album Heartbreaker in 2000.

3 (3) The album was nominated for the Shortlist Music Prize and Adams released six additional solo albums, including the UK certified-gold Gold.
4 (4) He released five albums with the rock band The Cardinals and in 2009 Adams married singer-songwriter and actress Mandy Moore.

5 (5) Adams left The Cardinals and announced that he was taking a break from music.[1][2][3]

© (6) He resumed performing in October 2010 and released his thirteenth studio album, Ashes & Fire, on October 11, 2011.[4]

7/ (7) The album peaked at No. 7 on the Billboard 200.

J (8)Adams has also produced albums for Jesse Malin and Willie Nelson and collaborated with Counting Crows, Weezer, Norah Jones, America, Minnie Driver,
Beth Orton and Krista Polvere.
10/ (9) He has written a book of poems, Infinity Blues, and Hello Sunshine, a collection of poems and short stories.

[Person) [Time_Point]  [Proper)  [Profesien)

1 (1)David Ryan Adams (born November 5, 1974) is an Amencan alt—countrylrock singer-songwriter, from Jacksonville, North Carolina.
[Organiztion (Event_Estabish) (Omership) (Number) i
2 (2) Adams left the group Whiskeytown and  released his first  solo album Heartbreaker in 2000.
[PErson) (Event Establish) (Number) (Object) [opig)
3 (3) The album was nominated for the Shortlist Music Prize and Adams  released six  additional solo albums, including the UK cemfled-gold Gold.
[PErS6n) [Event Establish) (Number) (OBjec) Relsted) anizatic  [Profesion) [Person]
4 (4) He released five albums with the rock band The Cardinals and in 2009 Adams mamed smger songwriter and actress Mandy Moore.
[Event) [Event)
5 (5) Adams left The Cardinals and announced that he was taking a break from music.[1][2][3]
[Person) (Event)  (Topid [Event] (Ownership) (Rumber]
5 (6) He resumed performing in October 2010 and released  his thirteenth studio album, Ashes & Fire, on October 11, 2011. [4]
(Obfect)  (Event

7/(7) The album peaked at No. 7 on the Billboard 200.

[PefSon)  (Event Establish  (DBjec) [Person) [Event)  Related) (Ofganization) fon) (Organization (Organization] (Orga
9 (8)Adams has also produced albums for Jesse Malin and Willie Nelson and collaborated  with Countlng Crows, Weezer, NorahJones, America. Minni
Toots & the Maytals. Beth Orton and Krista Polvere.
(OBEe) [Description]

10/ (9) He has written  a book of poems, Infinity Blues, and Hello Sunshine, a collection of?oems and short stories.

4.6 Comparacion del procesado de la biografia

Esta herramienta considera el solapamiento de etiquetas como erréneo, por este
motivo en la imagen 4.6 podemos ver que en la etiqueta “Parenthesis” y en las
incluidas en ella aparece un sombreado rojo alrededor del nombre. Precisamente por
esta razon, se han omitido las etiquetas ‘“Phrase” de la imagen anterior y poder
observar mejor el etiquetado.
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Los datos etiquetados se guardan en un fichero con extension .ann, que tiene el
aspecto de la imagen 4.7. En ella se puede observar el identificador de la anotacion,
el tipo de etiqueta, la posicion inicial que ocupa en el texto, la posicion final y el
texto que contiene la etiqueta.

Ryan_Adams.ann ¥

Person 3 19 David Ryan Adams

Event 21 25 born

Time_Point 26 42 November 5, 1974

Birth 21 42 born November 5, 1974

Parenthesis 20 43 (born November 5, 1974)
Reference_Relation 44 46 is

Property 50 58 American

Property 59 75 alt-country/rock

Profesion 76 93 singer-songwriter

Location 100 128 Jacksonville, North Carolina

4.7 Fichero Ryan_Adams.ann

Pese a que Brat muestre las etiquetas solapadas remarcadas en rojo, los datos se
guardan en el fichero de anotaciones correctamente. Es gracias a la posicion inicial y
final de cada etiqueta como se detecta cuando una se encuentra dentro de otra. En la
imagen anterior, se aprecia como “Birth” (T4) empieza y acaba en posiciones que
implican la inclusion de “Event” (T2) y “Time_Point” (T3) en ella.
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5 Enfoque tomado para la agrupacion de contenido en

oraciones

Tal como se ha explicado en el apartado 4, para la obtencién de datos se han
seleccionado 100 textos en los cuales se ha realizado la anotacion de los conceptos
mediante la herramienta Brat. Del listado de etiquetas obtenido, se pueden detectar
ciertas agrupaciones dentro de oraciones que son comunes en diferentes textos
(mientras otras suceden en casos concretos), las cuales se han considerado
“agrupaciones comunes” que pueden ser utilizadas como plantillas a la hora de
realizar agrupaciones por parte de un algoritmo de planificacion de textos.
Asimismo, ademas de estas agrupaciones comunes dentro de diferentes oraciones, se
ha extraido informacion respecto al PMI (“Pointwise Mutual Information”) entre
etiquetas y un listado de bigramas.

En la preparacion de los datos para la planificacion de textos, es necesario también
tener un listado con los conceptos anotados del texto que se desea procesar. Se
comprueba qué “plantillas comunes” pueden aplicarse con este listado, y una vez
seleccionadas se finaliza la planificacion con la informacion adicional extraida del
corpus (PMI y bigramas).

En los siguientes subapartados se puede encontrar una descripcion detalla de este
proceso.

5.1 Reflexiones preliminares

Dentro del “Marco de Descripcion de Recursos” (RDF), comentado en el apartado
3.2, es comun representar las ontologias mediante tripletas, por lo que fue el método
de representacion de informacién planteado inicialmente. Las tripletas establecen
enlaces entre un Sujeto (como podria ser la persona de quien trata la biografia), una
Propiedad (como por ejemplo ‘“autor”, “fecha”, “familiar”,...) y un Objeto (o
“propiedad del sujeto”) [21].

En la imagen 5.1 se observa un ejemplo de tripletas en el cual la tripleta (1) indica
que la persona Jane Leeves ha ganado el premio Golden Globe Award, y la tripleta
(2) indica que la persona Jane Leeves ha nacido en la fecha 1961. Estos datos pueden
representarse graficamente, como se demuestra en la misma imagen.
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(1) lane Leeves - Award - Golden Globe Award

{2) Jane Leeves - Birth Date - 1961

Jane Leeves

Birth_Date

Golden Globe Award

5.1 Ejemplo de tripletas

La informacion enlazada mediante tripletas se almacena en lo que se denominan
“bases de datos relacionales”, y para operar con este tipo de datos se utiliza el
lenguaje SPARQL de un modo similar a las consultas SQL en bases de datos. El
objetivo era el mismo, crear agrupaciones de contenido dentro de la base de
conocimiento relativa a la biografia de una persona, pero recuperando la informacion
mediante estas consultas.

El motivo principal para descartar este modo de trabajo fue que las tripletas de las
que se disponia no tenian un formato correcto para trabajar con ellas. En concreto,
después de estudiar la documentacion de referencia se observo que el formato de una
tripleta relaciona tres conceptos entre ellos, tal como se ha explicado previamente;
sin embargo, en el conjunto de datos con el que se trabajaba se vio que una sola
tripleta incluia mas informacion de la que deberia. Es decir, siguiendo con el ejemplo
anterior, en la relacion “Jane Leeves + Award” ademas de indicar el nombre del
premio también se incluia el afio, el motivo, el lugar, etc. Por lo tanto, no cumplia
estrictamente con la definicion de lo que es una tripleta, y se tuvo que descartar
seguir trabajando con este tipo de informacion.

Mientras se buscaban nuevos datos en formato de tripletas, se consideraron también
otros puntos de vista que permitieran alcanzar el mismo objetivo, y se decidié que
era interesante utilizar como datos “etiquetas” del texto. Pese a que hay diversos
estudios en el ambito de generacién de textos basados en el uso de tripletas,
actualmente se estd investigando también el uso de “plantillas” con informacion
respecto a las unidades de contenido presentes en oraciones, que ha sido el enfoque
que se ha tomado finalmente. Mediante este método no es necesario utilizar
informacidn adicional a los textos, puesto que se pueden identificar directamente en
las oraciones los conceptos y anotarlos en un documento aparte.
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5.2 Método

Los pasos seguidos para la agrupacion de conceptos con el enfoque tomado se
pueden resumir en:

1. Anotacion del corpus.

2. Extraccion de plantillas.

3. Extraccién de medidas (PMI y bigramas).
4. Generar la estructura del discurso

En los siguientes apartados se detalla la implementacion de estos pasos y se definen
los algoritmos utilizados tanto para extraer unidades de contenido del corpus como
para realizar la agrupacion de unidades de contenido presentes en la base de
conocimiento.

5.2.1 Extraccion de plantillas

Se ha extraido del corpus de entrenamiento un listado de las etiquetas contenidas en
cada oracion, el cual permite representar como se han estructurado los conceptos en
los textos. En la organizacion de anotaciones en frases es importante considerar las
jerarquias entre etiquetas. Las jerarquias se establecen teniendo en cuenta si una
etiqueta esta dentro de otra, lo cual se registra mediante un valor numérico que indica
el nivel de “profundidad” en el que encontramos una etiqueta. Por ejemplo, el
fragmento de texto que se encuentra entre paréntesis se anota por lo menos dos veces
con etiquetas de diferentes niveles jerarquicos: La etiqueta que informa de un
paréntesis en la oracion y las etiquetas que detallan la informacién de dentro de este
paréntesis, las cuales consideramos que estan “dentro” de la primera.

En la frase anotada extraida de la biografia de Samir Soni (imagen 5.2) podemos
observar como el fragmento “born September 29, 1968 esta anotado con diversas
etiquetas, cada una de las cuales pertenece a un nivel jerarquico diferente, siendo
“Parenthesis” la que engloba a todas las demas.

...... _
[Reference Relation|  [Property| Profesion Profesion|
(1)Samir Soni (born September 29, 1968) is an Indian film and television actor and a former model.

5.2 Frase de S. Soni

Mediante estos datos se pretende identificar a nivel de texto como se distribuyen la
informacidn entre las oraciones. Debido a que el objetivo es observar la organizacion
del contenido de las frases, la colocacion original de las etiquetas dentro de la
oracién no se ha registrado, de modo que dos locuciones con las mismas etiquetas (y
los mismos niveles jerarquicos) se consideran iguales pese a que los conceptos esten
dispuestos en un orden diferente. Asimismo, también se ha tenido en cuenta que hay
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oraciones gque pueden ser un subconjunto de otras, en el sentido en el que todas las
etiquetas que contienen se encuentran a su vez en otra frase junto con mas etiquetas.

El resultado final es una lista de “contenedores” o “plantillas” de oraciones, cada uno
de los cuales aparece una o0 mas veces en el corpus. A continuacién se comenta un
ejemplo simplificado de la obtencion de este listado, representado en la imagen 5.3:

1. Obtencién de datos: 2. Orden alfabética:

(1) [e2,0][e3, 0][e3, 0][e1, 0][e6, O] (1) [e1,0] [e2, 0][e3, 0][e3, O] [e6, O]
(2) [e4, 1][e2, 1][e4, 1][e5, 0][e3, O] (2) [e2, 1][e3, 0] [e4, 1] [e4, 1][e5, 0]
(3) [e3,0][e2, 0][e3, 0] (3) [22,0] [e3,0] [e3,0]

5.3 Ejemplo de registro de plantillas

En la imagen 5.3 cada linea de la lista izquierda representa una oracién procesada del
corpus y en ella encontramos las etiquetas que la forman junto con el llamado “nivel
jerarquico” de cada una, que indica si se encuentran contenidas dentro de otra (tiene
valor 1 en caso de estar dentro de una etiqueta de nivel 0). Las etiquetas se ordenan
alfabéticamente para detectar si hay estructuras repetidas (en la lista derecha se
observan los elementos ordenados). Vemos que en el ejemplo todas las etiquetas de
la plantilla 3 se encuentran en la 1, asi que es un subconjunto de la primera aunque
en la frase original no aparecieran en el mismo orden. Por lo tanto, podemos
considerar que la plantilla 3 se encuentra dos veces en el corpus.

A la hora de agrupar las etiquetas de un texto, el listado de plantillas permite realizar
una distribucion inicial de etiquetas en algunos grupos. Cabe destacar que se han
tenido en cuenta las plantillas de etiquetas que se han encontrado repetidas veces en
los textos de entrenamiento, ya que el resto de plantillas se han considerado menos
relevantes al producirse solo en textos concretos del corpus de entrenamiento.

5.2.2 Medidas

Para la distribucién del contenido de la base de conocimiento que se esta procesando,
el primer paso a realizar es buscar qué plantillas se pueden aplicar que encajen
exactamente con los conceptos anotados y permitan tener pocas “etiquetas
sobrantes”. Es decir, teniendo el listado de plantillas explicado en el punto anterior,
se buscan cuales es posible utilizar en funcion del total de etiquetas que hay
disponibles para esta base de conocimiento, con lo cual se establece una primera
agrupacion de etiquetas. Las etiquetas para las que no se ha encontrado ninguna
combinacion de plantillas en las que se puedan poner deben ser agrupadas
posteriormente mediante informacion adicional obtenida del corpus. A continuacion
se explica qué otros datos se han extraido de los textos de entrenamiento para ubicar
correctamente el contenido anotado que queda pendiente.
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a) Pointwise Mutual Information

El Pointwise Mutual Information (PMI) es una medida que representa mediante un
valor numeérico la correlacion entre una palabra y otra, que en este trabajo se ha
aplicado para representar numéricamente la relacion entre tipos de etiquetas en el
corpus. Su calculo se realiza de la siguiente manera [22]:

Siendo x e y dos variables independientes discretas aleatorias, su correlacion dada la
probabilidad de cada una de ellas p(x) y p(y), y la conjunta de ambas p(x,y), se
calcula mediante la férmula

p(x,y) )

pilee.y) = log <p(x) ()

Tal como explican Church y Hanks en su estudio [23], si hay una asociacion entre x
e y, su valor de p(x,y) sera mayor que p(x) * p(y), con lo cual su PMI sera mayor
que 0. En el caso contrario, si tienen una distribucion en la cual cuando aparece x no
estd y y viceversa, entonces su probabilidad conjunta serd& mucho menor y se
obtendra un PMI menor que 0. Si no hay una relacion interesante entre x e vy,
entonces p(x,y) sera muy similar a p(x) *p(y), haciendo que el célculo del
logaritmo dé 0.

Se ha normalizado el valor de PMI para obtener resultados entre -1 y +1 mediante la

férmula:
npmi(x,y) = _pmiy)
' —log[p(x, y)]

Aplicando estos valores al problema planteado en este trabajo con las etiquetas, se ha
establecido que para una etiqueta a y otra etiqueta b, las probabilidades se extraen
con los siguientes valores:

n? frases en las que se encuentra la etiqueta a

p(a) = n? de frases totales del corpus

n? frases en las que se encuentran la etiquetaa y la b

p(a,b) = n? de frases totales del corpus

En resumen, mediante estos calculos se puede saber si dos etiquetas sienten
“atraccion”, “repulsion” 0 si son independientes una de la otra. Utilizando este valor
se puede asegurar que las frases creadas contienen componentes asociados entre ellos
comprobando que los valores de PMI son positivos.

El valor de PMI permite entonces trabajar con las etiquetas que en una primera
instancia no se han podido agrupar mediante las plantillas. Se puede aplicar tanto
para crear agrupaciones nuevas de etiquetas, como para comprobar en qué
agrupacion ya creada podemos afiadir cada una de las etiquetas pendientes de unir.
Los pasos que sigue el algoritmo se explican mas adelante en detalle, en el apartado
5.2.3, donde se puede apreciar el uso del PMI.

29



b) Bigramas

Los bigramas son secuencias de dos elementos que se suceden en una oracion.
Registrar esta informacidn permite detectar restricciones en cuanto al orden en el que
tienen que aparecer las anotaciones de una oracion, especialmente teniendo en cuenta
que hay ciertas etiquetas que en ningln caso pueden ir una tras la otra porque la
oracion careceria de sentido, como por ejemplo “birth + birth” (en todo caso seria
una sola etiqueta que englobaria toda la informacion) o “reference relation + death”.

Es importante tener en cuenta estas restricciones para crear agrupaciones de etiquetas
en las cuales todas ellas “encajen” y poder descartar aquellas etiquetas que no puedan
combinarse de ninguna manera con el resto. A la hora de comprobar si una etiqueta
encaja con los elementos de una plantilla, es posible que el valor de PMI obtenido
sea positivo (indicando que si hay atraccion entre la etiqueta y la plantilla), pero es
mediante los bigramas como se sabe si realmente es posible combinar correctamente
los elementos agrupados por esta plantilla y la nueva etiqueta que queremos afiadir.

En el célculo de bigramas del corpus de entrenamiento se ha tenido en cuenta
también el nivel jerarquico de las etiquetas, debido a que hay ocasiones en las que
una etiqueta engloba a otras. Por ejemplo, Parenthesis contiene informacién que
consideramos que “esta dentro suyo”. Esto significa que las etiquetas de dentro del
paréntesis no forman bigramas con las de fuera, sino Unicamente entre ellas. Del
mismo modo, hemos considerado que la etiqueta final de una oracion no tiene
relacion con la primera de la frase siguiente.

(1) e1 Parenthesis  es
B3 es4 eg
(2) e7 es es

Bigramas: (e1, Parenthesis), (Parenthesis, es), (ez, e4), (es, e5), (e7, es), (eg, e3)

5.4 Ejemplo de identificacion de bigramas

En el ejemplo de la imagen 5.4 vemos dos oraciones, (1) y (2); en la primera de ellas
se observan 6 etiquetas, de las cuales una es “Parenthesis” y engloba a otras tres (€3,
ed y eb). Las etiquetas el y e6 no forman bigramas con las tres etiquetas de dentro
del paréntesis debido a la diferencia de nivel de jerarquia, pero si se forman los
bigramas (el, Parenthesis) y (Parenthesis, €6). Asimismo, entre €6 y €7 no hay un
bigrama porque pertenecen a oraciones diferentes.
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5.2.3 Algoritmo de extraccion de datos

La extraccion de unidades de contenido del corpus de entrenamiento se ha realizado
mediante un programa en Python que procesa todos los ficheros con extension .ann
uno por uno y guarda el inicio y final de las frases y de las anotaciones (consultar el
apartado 4.2.2 sobre la herramienta Brat para mas detalles del fichero de
anotaciones). Una vez almacenada esta informacion, el proceso sigue los siguientes
pasos:

1. Se determina qué etiquetas hay en cada frase a partir de sus posiciones de
inicio y final.

2. Para comprobar la “jerarquia” entre etiquetas, es decir, cudles estan dentro de
otras, se asigna a cada una de ellas un nivel de profundidad. Las etiquetas que
tienen nivel 0 son aquellas que no se encuentran dentro de otras, después hay
algunas nivel 1 que si estan englobadas por otras, y finalmente existen
etiquetas nivel 2 que significa que estdn a un nivel mas profundo. Por
ejemplo, una etiqueta nivel 2 puede ser un “Time Point” que aporte
informacion sobre el nacimiento, por lo que se encontraria dentro de “Birth”,
y a su vez puede que esté dentro de un paréntesis. En la imagen 5.5 se
muestra un ejemplo de esta situacion:

Time_Point 39 53 March 27, 1911
Parenthesis 39 114 (March 27, 1911, in Sulphur Rock, Arkansas - June 11, 1970, in San Francisco)
Birth 39 80 March 27, 1911, in Sulphur Rock, Arkansas

5.5 Etiquetas de niveles diferentes

En esta imagen podemos observar una etiqueta que se encuentra a nivel 2 de
profundidad (Time_Point), junto con las etiquetas nivel 1 y nivel 0 que la
incluyen (“Birth” y “Parenthesis”). Estos datos corresponden al fichero de
extension .ann que se procesa para extraer la informacion.

3. Mediante la informacion relativa a las etiquetas contenidas dentro de una
frase y el nivel de profundidad de las mismas, extraemos los bigramas
presentes en la oracién, tal como se ha explicado en el apartado anterior.

4. Se crea el listado de plantillas encontradas en el corpus de entrenamiento a
partir de la informacion de cada frase (etiquetas que la forman y niveles
jerarquicos asociados). Una vez procesadas todas las frases, se comprueba si
existen duplicados o si una plantilla es un subconjunto de otra.

En la imagen 5.6 hay un ejemplo de dos posibles plantillas, siendo la superior
(A) un subconjunto de la inferior (B). ElI nimero final representa cuéntas
veces se ha encontrado este contenedor en el corpus. En este ejemplo, vemos
que solamente se han procesado dos oraciones, y debido a que (A) se
encuentra también contenida en (B) (los elementos de A son un subconjunto
de los elementos de B), se ha incrementado su contador.

(A) [[['Event’, 0], ['Person’, 0], ['Topic', 0]], 2]
(B) [[['Event’, 0], ['Person’, 0], ['Topic', 0], [ Time_Point', 0]], 1]

5.6 Ejemplo de plantillas
31



5.

Se realizan calculos estadisticos respecto al nimero de frases en las que
aparece una etiqueta y también en cuantas frases aparecen dos etiquetas
juntas (es decir, se calcula en cuantas frases aparece cada “par de etiquetas”).
Estos célculos permitiran saber la probabilidad de cada etiqueta y las
probabilidades conjuntas.

Finalmente, con los célculos estadisticos se obtiene para cada par de etiquetas
el valor de su PMI.

5.2.4 Algoritmo de agrupacion de unidades de contenido

Los datos obtenidos a partir del corpus de entrenamiento se han aplicado para
agrupar las anotaciones de la biografia deseada, que desempefia el papel de base de
conocimiento. Para este algoritmo es necesario un fichero con el listado de
anotaciones (rellenado mediante la herramienta Brat) y el fichero con el resultado de
la extraccion de datos del corpus. Los pasos que sigue son los siguientes:

1)

2)

3)

Almacenamiento de etiquetas de la biografia, resultados de bigramas, PMI y
plantillas obtenidas (ignorando aquellas que tienen un nimero de usos bajo) a
partir de los ficheros.

Se busca el nivel de profundidad de las etiquetas de la base de conocimiento
para identificar cudles se encuentran dentro de otras.

Se realiza una primera clasificacion de etiquetas en plantillas. Estas plantillas
estdn ordenadas de mayor tamafio a menor, y segun se dispone de las
etiquetas necesarias para “llenarlas”, se van seleccionando. El resultado
obtenido se optimiza para intentar “colocar” el mayor nimero de etiquetas en
plantillas.

Para ilustrar esta situacion, se muestra en la imagen 5.7 un ejemplo de
clasificacion de etiquetas en plantillas:

e1  es (1) [e1e][ez][es]
ez es (2)  [e1e2][es][es]
es  e7 (3)  [e1ez][e3]
e4 (4)  [ea][es][es]

5.7 Clasificacion en plantillas

En la izquierda de la imagen 5.7 se ven las etiquetas el...e7 pendientes de
clasificar, y a la derecha estan las 4 plantillas disponibles, ordenadas por
tamafo. En seleccionar la primera plantilla, se puede observar que se dispone
de el, e2 y e3, pero se requeriria una segunda etiqueta e3 que no esta en el
listado de pendientes, por lo que esta plantilla se descarta al no poderse
rellenar entera. Se seleccionaria por lo tanto la plantilla 2 con los elementos
el, e2, e4 y e5, entonces estos 4 elementos dejan de estar pendientes y se
sigue trabajando con e3, e6 y e7. Se descartarian las dos plantillas siguientes
(3 y 4) porque faltan elementos que se han puesto en la plantilla seleccionada
previamente y con los tres elementos disponibles ahora no se pueden rellenar.
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5)

Una vez obtenido este resultado, al realizar la optimizacion se observa que
seleccionando la plantilla 2 (como hemos hecho) sobran 3 etiquetas, pero
seleccionando las plantillas 3 y 4 solamente se tendria una etiqueta (e7) como
sobrante. Por lo tanto, el resultado final sera escoger estas dos plantillas y
descartar coger solamente la 2.

Ahora se dispone de algunas etiquetas agrupadas, pero se debe seguir
trabajando con las etiquetas que no se han podido poner en plantillas.
Ignorando por el momento las etiquetas de nivel jerarquico 1y 2, se intentan
agrupar las de nivel 0 segun el valor del PMI: Si es positivo, significa que
tienen atraccion entre ellas y se pueden agrupar, mientras que si es negativo
implica que deben ir separadas. Es posible ajustar el valor buscado de PMI de
manera que se escojan valores mas altos que 0, puesto que si dos etiquetas
tienen un PMI cercano a 0 implica que son independientes una de otra y no
que tengan atraccion. Por lo tanto, para asegurar que las agrupaciones de
etiquetas estan formadas por conceptos con un minimo de atraccién entre
ellos, el valor de PMI debe ser superior a 0.1 (0 mas, segun el nivel de rigor
deseado).

Una vez establecidos los “nucleos de etiquetas” de nivel 0 (agrupaciones de
etiquetas en las que todas tienen atraccion hacia una de ellas, que forma el
“centro” del nucleo), se comprueba si se pueden crear conjuntos con ellos
mediante los datos de bigramas y teniendo en cuenta que para crear una
agrupacion como minimo debe haber tres etiquetas. EI minimo de etiquetas
viene establecido por el menor tamafio de las plantillas, las cuales nunca
tienen menos de 3 elementos.

El célculo empieza con el nacleo que tiene un PMI mayor entre sus
componentes, para el cual analiza si entre las etiquetas que lo forman existe
alguna combinacién de bigramas que permita su creacion. Puede suceder:

a. Se encuentra una forma de “encajar” las etiquetas. Entonces
formamos una agrupacién nueva con las mismas y las eliminamos del
listado de “etiquetas pendientes”. Recalculamos los nticleos para tener
en cuenta esta actualizacion.

b. No hay ninguna manera de ordenar las etiquetas. Eliminamos el
elemento que tiene menor atraccion respecto al resto y recalculamos
el valor de PMI de este nacleo. Actualizamos la informacion del total
de nacleos, y seguimos con el siguiente de la lista.

A continuacion se muestra un ejemplo de creacién de nucleos a partir de 4
etiquetas (imagen 5.8). A partir de cada una de ellas se establece un nucleo y
se calcula el PMI, representando los valores del modo:

[etiqueta_centro, [(etiqueta_afadida, PMI respecto el nicleo)], PMI total]

Si una etiqueta no tiene atraccion con ninguna otra (como e4 en el ejemplo),
por defecto se le establece un valor de -1 y seréa procesada posteriormente.
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Etiquetas: e1, e2, e3, e4

Nucleos:
[e1, [(e2, '0.54"), (e3, '0.26")]. 0.4] [e3. [(e1,'0.26")]. 0.26]
[e2. [(e1, '0.54")]. 0.54] [es. 1. -1]]

5.8 Ejemplo de nucleos

Explicacién del ejemplo en la imagen 5.8:

Pese a que el segundo nucleo, e2+el, es el de PMI mayor (0.54), al ser
solamente dos etiquetas no se podra formar una agrupacion a partir de él. Por
lo tanto, se elimina el elemento el de este nucleo y se actualiza el valor de
PMI (que valdra -1 debido a que no tiene mas etiquetas). EIl siguiente nucleo
més grande es el que tiene como centro el y su PMI vale 0.4, que si podria
formar una agrupacion. Las etiquetas de este ndcleo formaran una agrupacion
nueva en el caso que:

e Se encuentre un modo de ordenar los elementos por bigramas, y
ademas

e el no tenga un valor de PMI mayor con alguna plantilla ya creada (lo
cual implicaria que tiene mayor atraccion hacia esa que hacia esta
agrupacioén que se pretende crear),

Si se forma una agrupacion nueva con estos tres elementos (el, e2 y e3), se
eliminan del listado de etiquetas pendientes y se actualizan los nucleos que
fueran a utilizarlas (en este caso, solamente quedaba e3 relacionado con el).
Se sequira iterando hasta que se hayan comprobado todos los nicleos. En este
ejemplo solamente quedaria e4, que no tiene etiquetas con atraccion hacia él,
por lo que no se formaria ninguna agrupacion nueva con esta etiqueta y se
dejara para procesarla mas adelante (en el paso siguiente).

Llegados a este punto, ya no se realizaran nuevas agrupaciones de etiquetas,
sino que se afiaden las etiquetas pendientes a los grupos ya existentes.
Siguiendo con las posibles etiquetas nivel 0 que hayan quedado sueltas, se
calcula el valor de PMI de cada una de ellas individualmente con todas las
agrupaciones, y se ordena el resultado por atraccion (PMI). Escogiendo el
primer valor de este listado, se comprueba mediante bigramas si hay alguna
manera de ordenar los elementos de la agrupacion para incluir la etiqueta en
ella (en la comprobacién de bigramas solamente tenemos en cuenta etiquetas
que tienen el mismo nivel jerarquico, y en este caso ignoramos las de nivel 1
0 2):

a. Si puede ponerse entre los elementos de la agrupacion, se recalculan
los valores de PMI de las etiquetas que siguen pendientes con todas
las agrupaciones (incluida ésta ultima que acaba de modificarse), y se
reordena el listado.

b. Si no hay ninguna combinacion de las etiquetas que permita dejarle un
sitio en esa agrupacion, se continda por el siguiente elemento del
listado. Este elemento puede ser el PMI de la misma etiqueta con otra
agrupacion, o bien de otra etiqueta con una agrupacion cualquiera.
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Para mas aportar mas detalles sobre los pasos 4-6 de este algoritmo, se ha
adjuntado en Anexos la ejecucion paso a paso de la agrupacién de conceptos
de una biografia y los resultados obtenidos (ver apartado 9.2).

Para la clasificacion de etiquetas de nivel jerarquico 1 (las incluidas dentro de
otras de nivel 0) se realiza un calculo similar al anterior. Se ha extraido del
corpus el listado de etiquetas que requieren de otras dentro (Parenthesis,
Birth y Death) y también el de etiquetas que pueden o no contener a otras
(Time_Period, Time_Point, Description, Circumstance). Inicialmente, se
comprueba que las etiquetas que necesitan de otras dentro no se encuentren
vacias. Una vez éstas contienen como minimo una etiqueta, deja de realizarse
distincion entre los dos grupos y se realiza una unica lista. Se calcula el valor
de PMI de todas las etiquetas pendientes de clasificar de nivel 1 con todas las
agrupaciones que contengan como minimo una de las etiquetas que se
encuentran en el listado anterior, y se ordenan los resultados de mayor
atraccion a menor. A continuacion se empieza tratando el valor mayor de
PMI entre una etiqueta y una agrupacion, y se procede a comprobar si se
pueden juntar, teniendo en cuenta que es posible que haya méas de una
etiqueta de nivel 0 donde se puede poner:

a. En el caso que solamente haya una etiqueta que pertenece a este
listado, es decir, solo hay una etiqueta que pueda hacer de “recipiente”
de la de nivel 1 que se pretende incluir:

i. Si no hay ninguna etiqueta de nivel 1 en la agrupacion, no se
tienen problemas en poner ésta.

ii. Si hay otra etiqueta de nivel 1, se comprueba si tienen algin
bigrama en comun que las permita juntar.

iii. Si ya hay mas de una etiqueta de nivel 1, debe revisarse que
todas ellas se puedan poner ordenadas mediante bigramas.

b. Si se tiene mas de una etiqueta que pueda actuar de recipiente para las
de nivel 1:

i. Si hay menos elementos nivel 1 que elementos nivel 0 que
pueden contenerlos, entonces la actual se afiade sin problemas.

ii. Si hay exactamente el mismo nimero de etiquetas de nivel 1
que etiquetas nivel 0 que pertenezcan al listado de posibles
recipientes, es suficiente encontrar un solo bigrama entre las
etiquetas de nivel 1 para juntarlas. Esto implicaria que esas dos
etiquetas para las cuales hay un bigrama pueden ir juntas
dentro de la misma etiqueta de nivel 0.

iii. En el caso que haya mas etiquetas nivel 1 que de las nivel 0
que las puedan contener, hay que buscar si hay combinaciones
aceptables entre las etiquetas de nivel 1 de manera que puedan
hacerse agrupaciones entre ellas dentro de las etiquetas de
nivel jerarquico 0 que hacen de “recipientes”.
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Similarmente al tratamiento de las etiquetas pendientes de nivel 0, en este
caso también cuando logramos poner la etiqueta en una agrupacion
recalculamos los valores de PMI entre las etiquetas pendientes y las frases.
Del mismo modo, si no logramos poner la etiqueta, pasamos a procesar el
elemento siguiente del listado.

En la imagen 5.9 se ha realizado una representacion grafica de este problema.

1. Seleccion de oraciones que contengan 2. Calculo de PMI entre 1as etiguetas pendientes
etiquetas del listado. de nivel 1 v las del listado.

eV [ e [ e
(2 [CJC_JC_JC|
(E | o ) o | o [
@ [CJCJC_JC |

(e1,01,x),(e1,02,v),(e2,01,v), (2, 02,w)

3. Comprobacion del primer valor:

Si s0louna etigueta puede contener: 5i hay varias que pueden contener:

i. [Ild-ﬂ? | (ol | [ro | | : i. || 200 || @0 |[ee || Ko ||

i. [(Eo0 [ Ceng | sigramas . |01 (G5 | (@[ w1 ]| Bigramas
. | [Mear | fmon] [war | ] Ordenar i, ||[l-0]| Lieod] [ig.13 ] [ita) | [l 2] ]| Ordenar

5.9 Clasificacion de etiquetas nivel 1

En el ejemplo de la imagen 5.9 se han representado mediante cajas las
agrupaciones de etiquetas, dentro de las cuales se encuentran marcadas de
amarillo las etiquetas de nivel 0 que pueden contener otras. En el punto 1 se
observa que se seleccionan las agrupaciones 1 y 3 porque tienen etiquetas de este
tipo, y en el punto 2 se muestran los valores calculados de PMI de las etiquetas
de nivel 1 pendientes de clasificar con estas agrupaciones (en este ejemplo se han
considerado las etiquetas el y €2, mientras que 0l y 02 representan las
agrupaciones). Seleccionando el mayor valor de PMI, se comprueba qué tipo de
estructura tiene la agrupacion, el cual sera alguno de los reflejados en el punto 3.
Si no hay etiquetas nivel 1 (estructura i), se puede poner la etiqueta actual de
nivel 1 sin problemas. En este ejemplo, el mayor valor de PMI corresponde a la
etiqueta el con la agrupacion 1, la cual si consideramos que no contiene etiquetas
de nivel 1 vemos que tiene la estructura i y solamente una etiqueta que pueda
contener otra. Sin embargo, podemos encontrarnos con otros casos:

e En la estructura ii, se debe comprobar si existe un bigrama entre las etiquetas
de nivel 1 (las que haya en la agrupacion y la que se quiere poner).

e En laestructura iii, se tienen que ordenar las etiquetas nivel 1 dentro de las de
nivel 0 para confirmar que se pueden tener todas, y si se tienen varias nivel 0
donde ponerlas hay que revisar todas las combinaciones posibles: En el
ejemplo de la imagen deberian buscarse bigramas entre d, f, ¢ y la etiqueta

36



8)

que se quiere afadir y asegurar que se pueden formar dos grupos entre ellas,
uno de los cuales estaria dentro de la etiqueta a y el otro en b.

Finalmente, queda pendiente clasificar las etiquetas de nivel jerarquico 2.
Para estas etiquetas, solamente hace falta tener en cuenta aquellas
agrupaciones que incluyen etiquetas de nivel 1 que pueden contener otras.
Una vez seleccionadas las agrupaciones correspondientes, se aplica el mismo
calculo que en las etiquetas de nivel 1 (paso 7 del algoritmo) para
clasificarlas.
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6 Experimentos y Resultados

Con el objetivo de analizar la correccion del algoritmo de agrupacion de conceptos,
se ha ejecutado este algoritmo sobre 10 biografias aleatorias y se ha estudiado el
resultado obtenido. Se ha contrastado la clasificacion de conceptos propuesta del
algoritmo con la organizacion en la biografia original calculando los valores de
precision y cobertura. Asimismo, se ha establecido un segundo algoritmo utilizado de
baseline, el cual realiza la agrupacion de elementos de un modo mucho mas simple, y
su relacién respecto a la organizacion de la biografia original sirve como referencia
para contrastar los valores obtenidos en el algoritmo desarrollado en este trabajo.

6.1 Algoritmo de baseline

Se ha realizado la clasificacion de elementos de la biografia mediante un segundo
algoritmo, el cual también se ha utilizado en el experimento para tener valores de
referencia y poder observar el funcionamiento del algoritmo disefiado originalmente.
Este algoritmo aportara informacion adicional a la obtenida en los célculos del
Valor-F (detallado en el apartado siguiente).

El algoritmo de baseline sigue los pasos siguientes:

1. Calcula el promedio de etiquetas por frase en el corpus.

2. Agrupa los elementos del texto en conjuntos del tamafio identificado en el
paso 1. Para ello, no tiene en cuenta ningun tipo de restriccion o dato que
aporte informacion respecto a las relaciones entre unidades de conocimiento a
clasificar, sino que simplemente va realizando agrupaciones siguiendo el
orden en el que vienen listadas las anotaciones.

3. Termina cuando se queda sin mas elementos que clasificar.

Asi pues, teniendo en cuenta que en el corpus se ha identificado un promedio de 10
unidades semanticas por frase, este algoritmo crea conjuntos de este nimero de
elementos. En algunos casos, la ultima agrupacién creada no llega a los 10, ya que se
queda sin méas elementos que poner y debe dejar el conjunto con un tamafio mas
pequerio que el resto.
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6.2 Métricas de evaluacion

El andlisis de los resultados de algoritmos de clasificacion como los utilizados se
realiza utilizando las medidas de precision y cobertura aplicadas a cada una de las
agrupaciones realizadas.

e Precision: Mide la capacidad del algoritmo para seleccionar en una
agrupacion los mismos componentes (reflejados por las anotaciones) que
forman una oracion en la biografia original. Para calcular la precision de una
agrupacion se aplica la formula:

n? etiquetas comunes en la oracion y la agrupacion

recision = , =
p longitud de la agrupacion generada

Por lo tanto, en tener una precision de 1 significa que todo lo que se ha
seleccionado como contenido de la agrupacién pertenece a una Unica oracion
en el texto. Es decir, el agrupamiento realizado estd formado por un
subconjunto de elementos de la oracion. Asimismo, si se obtiene una
precision de 0 sera porque no coincide ni una sola etiqueta en la agrupacién
respecto a la frase con la que se estad comparando.

e Cobertura: Mide la capacidad del algoritmo para seleccionar en una
agrupacion solo las anotaciones que forman una oracion en el texto original.
Su célculo se realiza con la férmula:

n? etiquetas comunes en la oracion y la agrupacion

cobertura = ;
longitud de la oracion

En este caso, una cobertura de 1 implica que en el agrupamiento de contenido
realizado se han seleccionado todas las etiquetas de una oracién. Por lo tanto,
dicha oracion estda formada por un subconjunto de elementos de la
agrupacion.

En el caso de obtener tanto la precision como la cobertura con valor 1, serd porque se
ha realizado una agrupacion de elementos que corresponde exactamente con el
contenido de una oracion.

Se muestra en la imagen 6.1 un ejemplo numérico de calculo de precision y
cobertura, cuya explicacion se afiade debajo de ella.

Agrupacion: el el e3

01: el el el e4 pl=3/3 cl=3/4
02: el e2 e4 &5 eg p2=2/3 2 =2/5

6.1 Ejemplo de Precisién y Cobertura

En laimagen 6.1 se observa a la izquierda la agrupacion de 3 elementos (el, e2 y e3)

y las dos oraciones O1 y 02, y a la derecha se muestran los resultados de los

calculos. La precision de este agrupamiento respecto a O1 sera 1 porque todos los
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elementos seleccionados estan dentro de la oracion, pero el valor de su cobertura es
0.75 debido a que en la frase original hay un elemento mas que no se ha incluido en
la agrupacion. Entre las etiquetas seleccionadas y O2 se puede observar que
solamente hay dos etiquetas en comun (el y 2e), por lo que los resultados de
precision y cobertura son peores respecto a los valores obtenidos con O1.

Como valor Unico ponderado entre la precision y la cobertura, se ha aplicado el
Valor-F, que se calcula con la formula:

Precision - Cobertura
F=2

Precision + Cobertura

Es posible afadir pesos a esta férmula para favorecer la precision o la cobertura, pero
en este caso se han considerado ambas igual de relevantes.

Asi pues, una vez ejecutado el algoritmo de clasificacion de entidades semanticas en
agrupaciones se ha procedido a calcular el Valor-F de cada uno de estos conjuntos
respecto a las oraciones originales de la biografia. Para cada grupo de elementos se
ha guardado el valor méas alto de Valor-F respecto a las frases originales, y después
se ha calculado el promedio de todos los Valor-F registrados. Este valor final es el
que da una idea de lo parecido que es el resultado del algoritmo al texto de la
biografia escrito por un humano. En el apartado siguiente se comentan en detalle los
resultados obtenidos en la evaluacion de las ejecuciones de este algoritmo en
biografias aleatorias.

6.3 Analisis de los resultados

En este apartado se analizan los resultados obtenidos en las 10 biografias
seleccionadas. Antes de presentar los resultados de estas biografias, se desglosan los
calculos de una de ellas para observar en detalle el procedimiento seguido.

El texto que se ha escogido como ejemplo para mostrar los valores detallados del
solapamiento entre la biografia y las agrupaciones es el correspondiente a A. A.
Allen, debido a que es el méas breve de todos y contiene menos oraciones Yy etiquetas.
El texto original esta separado en 4 frases, y en los dos algoritmos se han obtenido 4
agrupaciones con los resultados que se muestran en la tabla 6-1 (P = Precision,
C=Cobertura, F=Valor-F) (en las tablas y figuras siguientes nos referimos al
algoritmo de agrupacion propuesto en este trabajo como “Algoritmo complejo”):

Agrupaciénl Agrupacion2 Agrupacién3 Agrupaciénd | Promedio
P C F|P C F|P C F|P C F | VaorF

Ao o5 044| 57 57 071 36 36 05 | 2 12 g3 062
Complejo 15 14

A 15110 57 059|410 4/6 05 |7/10 /1 os8| 12 15 020] 0.49
Baseline 14

Tabla 6-1 Resultados de A. A. Allen
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Cabe destacar que las agrupaciones realizadas por los algoritmos se comparan con
aquella frase de la biografia con la que se obtiene el mayor Valor-F y se descartan el
resto de comparaciones.

Como se puede observar en la tabla 6-1, en ambos casos se ha obtenido el mismo
nimero de agrupaciones que el de frases de la biografia original, debido
esencialmente a que hay pocos elementos que clasificar (en ejecuciones con mas
etiquetas habitualmente no coincide el nimero de agrupaciones). Sin embargo, el
promedio de Valor-F obtenido en los dos algoritmos es diferente, puesto que los
conjuntos creados no son los mismos. En el caso del algoritmo de baseline tres
agrupaciones tienen 10 elementos (tal como se aprecia en el denominador del célculo
de la precision), mientras que para el Gltimo conjunto solamente quedaban 2
elementos. En cambio, en el algoritmo disefiado en este trabajo el nimero de
elementos en una agrupacion varia en funcion de los mismos.

A continuacion se muestra en la tabla 6-2 el promedio del Valor-F obtenido en
ambos algoritmos para todas las biografias procesadas en este experimento, asi como
la comparacion de agrupaciones creadas respecto al nimero de oraciones en el texto.
En la dltima fila se ha afadido el valor promedio de los Valor-F obtenidos en cada
caso.

. . Algoritmo Complejo Algoritmo Baseline
Biografia Frases
Agrupaciones Valor-F | Agrupaciones Valor-F
Asa A. Allen 4 4 0,62 4 0,49
Alison Krauss 9 15 0,57 12 0,57
Sidney Salkow 11 14 0,71 10 0,60
Katharine McPhee 13 13 0,74 10 0,65
George Pearson 15 15 0,66 12 0,57
Armando Peraza 8 8 0,73 8 0,61
Daniel Libeskind 6 8 0,58 7 0,55
Frank Gehry 6 12 0,53 10 0,45
Henrietta Maria of France 9 12 0,62 10 0,55
Rob Portman 14 17 0,68 13 0,57
Promedio 0,64 0,56

Tabla 6-2 Agrupaciones realizadas y Valor-F

En el nimero de agrupaciones creadas se puede apreciar que el algoritmo disefiado
tiende a crear mas agrupaciones o, visto desde otro punto de vista, crea agrupaciones
menores que el nimero de elementos de las oraciones originales.
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A continuacion se muestran los promedios del Valor-F de estas biografias
graficamente, en azul para el algoritmo implementado en este estudio y en rojo para
el algoritmo de baseline:
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6.2 Promedio de Valor-F

Como se aprecia en los valores de la imagen 6.2, los resultados obtenidos en el
algoritmo disefiado en este trabajo son en todos los casos mejores respecto a los
resultados del algoritmo de baseline (solamente en una ocasién se obtiene el mismo
valor). En el primer algoritmo se han obtenido resultados acotados entre 0,53 y 0,74,
mientras que en el baseline el Valor-F de las biografias se situa entre 0,45 y 0,65, un
umbral inferior.

6.4 Detalle de cotas superiores e inferiores

A continuacion se procedera a analizar con méas detalle los valores menores y
mayores obtenidos en el experimento anterior para el algoritmo disefiado en este
trabajo.

Se han detectado 3 biografias para las cuales la agrupacion de unidades sintacticas
tiene un solapamiento bajo respecto al documento de texto original, puesto que el
Valor-F obtenido en el experimento se encuentra por debajo de 0.6. Los nombres de
los personajes de estas biografias son: F. Gehry, A. Krauss y D. Libeskind, con
valores 0.53, 0.57 y 0.58 respectivamente. Por otro lado, se observan 3 personas
cuyas agrupaciones de elementos de sus biografias tienen un promedio de Valor-F
por encima de 0.7: K. McPhee, A. Peraza y S. Salkow, que en concreto tienen
respectivamente 0.74, 0.73 y 0.71.
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6.4.1 Andlisis de la precision y cobertura

El motivo de estas diferencias en los resultados puede deberse a diversos factores, el
primero a destacar es el numero de agrupaciones creadas respecto al nimero de
oraciones del texto. Se puede observar que para F. Gehry (personaje para el que se ha
obtenido el valor menor) se han creado 12 conjuntos de elementos, mientras que en
su biografia hay 6 frases. Asimismo, para A. Krauss también se han creado
practicamente el doble de agrupaciones respecto al nimero de oraciones del texto (17
conjuntos generados de 9 oraciones). En el caso de D. Libeskind se observan el
mismo ndmero de agrupaciones que de frases presentes en el texto.

El siguiente factor a resaltar es la cobertura y precision en las agrupaciones de estos
textos, las cuales se muestran en la tabla 6-3 junto con el valor-F obtenido (Precision
(P), Cobertura (C) y Valor-F (F)):

F. Gehry A. Krauss D. Libeskind
P C F P C F P C F
Al 59 55 0,71|5/9 5/8 059| 4/8 4/10 0,44
A2 4/6  4/8 05759 5/8 059| 55 5/10 0,67
A3 4/6  4/8 0,57|5/7 5/12 053] 9/11 9/19 0,60
A4 35 3/8 046|7/9 7/17 054| 5/7 5/10 0,59
A5 4/8 4/8 050| 3/8 3/8 0,38 44 4/9 0,62
A6 5/5 5/16 0,48|7/10 7/11 0,67 | 3/4 3/9 0,46
A7 1/3 1/5 0,25|7/9 7/11 0,70| 5/10 5/10 0,50
A8 2/4 2/5 0,44\ 6/8 6/12 0,60|10/16 10/11 0,74
A9 5/5 5/16 0,48| 5/7 5/12 0,53
Al10 39 35 043]3/5 3/11 0,37
All |17/18 17/27 0,76| 3/4 3/11 0,40
Al12 [10/17 10/12 0,69|8/10 8/14 0,67

Al3 7/8 7/14 0,64
Al4 4/8 4/8 0,50
Al5 8/9 8/11 0,80

Promedio| 0,64 0,51 0,53/0,71 0,50 0,57| 0,74 0,51 0,58

Tabla 6-3 Resultados con valor-F promedio bajo

Cada fila de la tabla 6-3 representa una agrupacion: En F. Gehry se han realizado 12,
para A. Krauss 15 y con D. Libeskind 8. Tal como se puede observar, el valor de la
cobertura para los tres casos es inferior al valor de la precision. Esto significa que en
general el numero de etiquetas comunes entre las agrupaciones realizadas y las
oraciones del texto es menor respecto a los elementos de las frases que respecto a los
conjuntos creados.
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Un motivo por el que puede provocarse esta situacion es porque las agrupaciones
tienen menos elementos que las oraciones, por lo que es més facil que coincidan méas
de ellos respecto al total. Por ejemplo, en la segunda agrupacion de G. Gehry
presente en la tabla anterior se observan los valores 4/6 para precision y 4/8 para la
cobertura, lo cual implica:

o 4 elementos comunes entre agrupacion y frase
precision = — = 0.67
6 elementos en la agrupacion

4 elementos comunes entre agrupacion y frase
cobertura = = 0.50
8 elementos en la frase

Como se observa en este ejemplo, el valor de la precision es mayor debido a que 4
respecto 6 da un valor mas alto que 4 respecto a 8. Esta situacion se corresponde con
la observacion realizada previamente relativa a que se han generado maés
agrupaciones de elementos que el nimero de oraciones del texto, por lo que las
primeras tienen en general menos elementos. En este punto se podria plantear la
hipdtesis que generar agrupaciones mayores mejoraria los resultados obtenidos en el
experimento, puesto que podrian encontrarse mas elementos comunes entre
agrupaciones y frases.

Para contrastar esta informacion, a continuacién se presentan los resultados
detallados de los 3 personajes para los cuales se han obtenido los mejores valores
(Precision (P), Cobertura (C) y Valor-F (F)):

K. McPhee A. Peraza S. Salkow

P C F P C F P C F
Al 6/6 6/6 1 | 6/8 6/11 0,63| 3/3 3/7 0,60
A2 4/5 4/6 0,73| 5/7 5/9 063| 3/3 3/7 0,60
A3 55 5/9 0,71| 5/6 5/9 0,67| 3/3 3/7 0,60
Ad 6/7 6/9 0,75(11/11 11/11 1 | 6/7 6/7 0,86
A5 4/5 4/8 062| 4/9 4/8 044\ 4/7 4/7 057
Ab 5/9 5/5 0,71|8/10 8/8 0,89| 5/7 5/6 0,77
A7 5/9 5/5 0,71|11/15 11/11 0,85| 5/6 5/6 0,83
A8 5/8 5/8 0,62|8/14 8/9 0,70| 6/7 6/6 0,92

A9 5/8 5/8 0,62 6/7 6/6 0,92
Al0 5/7 5/5 0,83 6/7 6/6 0,92
All 5/7 5/5 0,83 717 7/22 0,48
Al2 6/8 6/9 0,71 3/6  3/6 0,50
Al13 [8/12 8/10 0,73 4/11  4/6 0,47
Al4 12/13 12/15 0,86

Promedio| 0,74 0,78 0,74 0,73 0,76 0,73| 0,81 0,69 0,71

Tabla 6-4 Resultados con valor-F promedio alto

Cada fila de la tabla 6-4 representa una agrupacion: En K. McPhee se han realizado
13, para A. Peraza 8 y con S. Salkow 14. En este caso se observa que para K.
McPhee y A. Peraza el promedio de precision de todas las agrupaciones es
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ligeramente inferior que el promedio de cobertura, pero para S. Salkow vuelve a
darse el caso que la precision es bastante mayor que la cobertura, como se ha
observado para los 3 casos con valores bajos de promedio de Valor-F. Para McPhee
y Peraza se ha obtenido el mismo nimero de agrupaciones que de oraciones
formadas en la biografia, mientras que en S. Salkow se han hecho 14 conjuntos de
elementos frente a los 11 del texto original, lo cual puede tener relacion con que en
cada personaje el valor de la cobertura sea mejor que el de la precision.

6.4.2 Andlisis del tipo de anotaciones

Las agrupaciones de elementos del texto vienen determinadas por el tipo de etiquetas
presentes en él, puesto que a partir de su tipo se aplican los calculos relativos a
plantillas, PMI y bigramas utilizados en el algoritmo (detallados en el apartado 5).
Por lo tanto, las anotaciones presentes en el texto causan la creacion de agrupaciones
tan diferentes como las que se encuentran por ejemplo en los resultados de K.
McPhee, donde se puede apreciar (en la tabla 6-4, gracias al calculo de precision)
una agrupacién de 12 elementos y otra de 5. Asi pues, a continuacion se procede a
comparar el tipo de etiquetas utilizado en esta biografia (es en la que se ha obtenido
el mejor resultado en la generacion de agrupaciones), con las etiquetas presentes en
el texto de F. Gehry (sus agrupaciones tienen un Valor-F total méas bajo).

En la tabla 6-5 se listan las anotaciones pertenecientes a las biografias de K. McPhee
(derecha) y F. Gehry (izquierda). Para McPhee hay un total de 88 etiquetas de nivel
jerarquico 0, 3 de nivel 1 (que se encontrarian dentro de otras de nivel 0) y 2 de nivel
2 (las cuales estan dentro de etiquetas de nivel 1). Entre las anotaciones de Gehry se
identifican 72 de nivel jerarquico 0, 17 de nivel 1y 3 de nivel 2.

Nivel 0 Nivel 1 Nivel 0 Nivel 1

Topic 17 | Property 1| |Topic 20| Topic 4
Object 13 | Birth 1| |Location 12 | Profesion 1
Event 10 | Topic 1| |Property 9| Set 1
Time_Point 10 3| |Event 8| Time_Point 2
Organization 7 Ownership 6 | Event 2
Event_Establish 6 Person 4 | Property 3
Number 6 Reference_Relation 3 | Object 1
Profesion 5 Object 3| Birth 1
Person 4 Reference 2 | Number 2
Ownership 4 Profesion 2 17
Property 3 Nivel 2 Organization 2| Nivel 2
Reference_Relation 3 | Event 1| |Parenthesis 1|Event 1
Reference 1| Time_Point 1| |Time_Point 1| Time_Point 1
Description 1 2| |Event_Establish 1 |Person 1
Parenthesis 1 Description 1 3
Total 88 Total 72

Tabla 6-5 Etiquetas de K. McPhee y F. Gehry
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En estos datos se aprecian dos caracteristicas que pueden ser claves para explicar la
diferencia de los resultados obtenidos:

1.

El numero de etiquetas de nivel jerarquico 1 y de nivel 2 es inferior para
aquél texto en el cual se han obtenido mejores resultados (en la tabla 6-5, a la
izquierda). Por lo tanto, es més probable que se realice una agrupacion con
ellos similar a la oracién de la biografia que los contiene, dando una precision
y cobertura mayor.

En ambos casos hay un numero similar de etiquetas de nivel jerarquico 0, sin
embargo, en el caso de F. Gehry se observa que un 45% corresponden a
unicamente dos tipos de etiquetas (“Topic” supone un 28% del total y
“Location” un 17%). En cambio, para K. McPhee el 40% del total de
anotaciones de nivel jerarquico O esta formado por tres tipos de etiquetas
(“Topic” aparece un 19% de las ocasiones, “Object” un 15% y “Event”
supone un 11% del total).

En cuanto a la estructura de las oraciones de la biografia, cabe destacar que en el
caso del arquitecto F. Gehry se han escrito oraciones largas en las que se enumeran
sus trabajos: Los nombres de edificios (“Topic”) y los lugares de construccion
(“Location™). En cambio, en la biografia de K. McPhee cada oracion transmite un
mensaje de un modo simple, sin enumeraciones ni frases compuestas. Por lo tanto, es
mas facil reproducir la estructura de la biografia de McPhee que la de Gehry. Estas
estructuras se pueden comparar en las imagenes 6.3 y 6.4 a continuacion.

En la imagen 6.3 vemos un fragmento de la biografia de K. McPhee con anotaciones.
Cada linea corresponde con una frase, las cuales se observa que son breves y por lo
general solamente contienen una clausula.

e EeEabl Tie_PoirE EverE ESIER
(5)Her  second album, Unbroken, was released on Verve Forecast Records on January 5, 2010 and  debuted  at number 27 on the Billboard 200.
(6) The album featured the single "Had It All", which peaked at number 22 on the Billboard AC chart.

Number Time_Point
(7) It has sold 45,000 copies to date.[3]

Number [Property] Event_Establish Time_Point]
(8) Her third  album, the holiday-themed Christmas Is the Time to Say | Love You, was released on October 12, 2010.

Event_Estsbllsh

(9) The album

(10) The album

debuted  at number eleven on the Billboard Top Holiday Albums chart while the single "Have Yourself a Merry Little Christmas” peaked at number sixteen on the Billboard AC chart.

Reference_Relation] [Number [Time_Point]

has sold 23,000 copies to date.[3]

6.3 Frases anotadas de K. McPhee

En la imagen 6.4 tenemos un fragmento de la biografia de F. Gehry con anotaciones.
En ella se observan tres oraciones (la Gltima aparece cortada), las cuales son largas y
contienen enumeraciones de elementos (véase que el color de las etiquetas de la
segunda frase repite dos tonos verdes varias veces).
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[Time_Pint

His  works are cited as being amur;‘g the most \m‘panam works of contemporary architecture in the 2010 World Architecture Survey, which led Vanity Fair to label him as

“the most important architect of our age”.[2]

(3)Gehry's best-known works include the titanium-covered Guggenheim Museum in Bilbao, Spain; MIT Ray and Maria Stata Center in Cambridge, Massachusetts: Walt Disney Concert Hall
in downtown Los Angeles; Experience Music Project in Seattle; Weisman Art Museum in Minneapolis; Dancing House in Prague; the Vitra Design Museum and MARTa Museum in Germany;
the Art Gallery of Ontario in Toronto; the Cinematheque frangaise in Paris; and 8 Spruce Street in New York City.
Reference Refation
(4)But it was his private residence in Santa Monica. California, which jump-started  his career, lifting it from
[Property] Time_Point| |

the status of "paper architecture”—a phenomenon that many famous architects have experienced in their formative decades through experimentation almost exclusively on paper before receiving 1
6.4 Frases anotadas de F. Gehry

En las otras dos biografias para las cuales los resultados obtenidos han sido bajos
(correspondientes a D. Libeskind y A. Krauss), se ha comprobado que en el caso de
Libeskind el personaje también es arquitecto y se repite la situacion en la cual se
realizan oraciones largas con enumeraciones de sus trabajos. Para A. Krauss la
descripcion de su trabajo es ligeramente diferente, puesto que es artista musical, sin
embargo las frases contienen enumeraciones en cuanto a trabajos realizados y
premios ganados, sin explicaciones detalladas de los mismos, y son oraciones
complejas en cuanto a que contienen mas de una proposicion.

Las oraciones de las biografias en las cuales el algoritmo de agrupacién de conceptos
ha obtenido mejores resultados (A. Peraza y S. Salkow) tienen estructuras diferentes
a las anteriores. En el caso de Peraza, la biografia se centra en la gente con la cual el
personaje se ha relacionado durante su vida y no especifica obras concretas
realizadas por €l o premios ganados. A diferencia de las enumeraciones realizadas
para los arquitectos, este texto se ha redactado de manera que las menciones a
personajes se reparten entre diferentes oraciones, y no hay una unica frase o dos que
los contengan todos. Para Salkow el estilo de redactado de la biografia es similar a
una historia y no se aprecian las enumeraciones presentes en los otros textos, dando
explicaciones mas detalladas de diferentes aspectos de su vida.

Asi pues, se aprecia que el contenido de las biografias es clave para la organizacién
posterior del mismo. Es decir, si el texto original contiene variedad de tipo de
anotaciones (un nimero similar de “Person”, “Topic”, “Event”, etc.) y oraciones
simples sin enumeraciones de logros, es mas probable generar agrupaciones similares
a las frases.
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7 Conclusiones y Trabajo futuro

En este proyecto se ha propuesto un componente de Planificacion de Textos de un
sistema de Generacion de Lenguaje Natural. Hemos trabajado con etiquetas
semanticas, las cuales se han agrupado mediante plantillas (creadas dindmicamente a
partir de un corpus de entrenamiento) en un enfoque top-down y posteriormente se
ha aplicado un punto de vista bottom-up para terminar de clasificar los
conocimientos individualmente en agrupaciones nuevas o dentro de las ya existentes.
Como se ha mostrado en la seccion 1, las etiquetas semanticas pueden relacionarse
directamente con una representacion RDF de una base de conocimiento. Por lo tanto,
este sistema de generacion es mas flexible que aquellos que utilizan plantillas
estaticas predefinidas, y ademas utilizar RST aporta la seguridad de que toda la
informacion de la base de conocimiento se encuentra dentro de las agrupaciones.

Los resultados obtenidos en los experimentos muestran que la propuesta funciona
bien en el dominio de las biografias. Es especialmente util en bases de conocimiento
con variedad en los tipos de conceptos presentes, donde los textos creados tienen una
estructura narrativa sin enumeraciones predominantes (se comunican hechos
descriptivos, sin simplemente expresar secuencias de elementos). La agrupacion de
conceptos utilizando datos extraidos de un corpus de entrenamiento (plantillas, PMI
y bigramas) tiene un resultado similar a las agrupaciones realizadas en oraciones por
parte de un humano, por lo que se puede considerar que si es posible encontrar una
solucién automatizada a este problema en planificacion de textos.

Algunas pautas sugeridas de trabajo futuro son:

e Ampliar la informacion relativa a las relaciones de etiquetas introduciendo
relaciones discursivas, y no centrarse unicamente en los bigramas existentes
entre ellas.

e Hacer experimentos con bases de conocimiento FRED (ontologias RDF
enriquecidas con etiquetas semanticas), lo cual seria la aplicacion en un
escenario real de la técnica propuesta en este trabajo.

e Aplicar el punto de vista utilizado en este estudio para otros dominios, mas
alla de los textos de biografias de famosos. Seria interesante comprobar los
resultados en bases de conocimiento relativas a otros &mbitos, por ejemplo en
biologia o deportes, donde también se puedan agrupar unidades de
conocimiento de un tema concreto.

e Identificar dentro de las oraciones del corpus un nivel jerarquico mas, relativo
a clausulas sencillas. En este trabajo no se han realizado distinciones entre
oraciones simples y compuestas, y se podria comprobar si mediante el
andlisis de frases simples en el corpus los resultados de la planificacion de
texto son mas precisos (en cuanto a la similitud con los textos originales). Por
ejemplo, en la frase Hoy llueve y mafiana hara sol, pueden identificarse dos
oraciones diferentes separadas por la conjuncion “y”, en lugar de tratarlas
como una sola.
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e Se puede profundizar el trabajo relativo a las jerarquias y en como mejorar la
precision con la que se estructuran unos elementos dentro de otros. Se podria
sacar informacion adicional sobre las relaciones entre etiquetas en términos
de valores estadisticos sobre como se estructuran estas jerarquias en el
corpus. El objetivo de este planteamiento seria mejorar la distribucion de
conceptos etiquetados de niveles superiores (nivel 1 6 2, aquellos que deben
estar dentro de otros) segun su “relacion jerarquica” o la probabilidad de que
estén dentro de una etiqueta de nivel inferior concreta. Asi, no solamente se
dispondria de un listado de “etiquetas que pueden contener otras”, Sin0 que
ademas habria informacién sobre qué etiquetas es mas probable que estén
dentro de otras concretas y ayudar en su estructuracion.

En resumen, los resultados obtenidos en este enfoque han sido positivos, pero en el
futuro ain pueden mejorarse trabajando en ciertos aspectos pendientes de revisar.
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9 Anexos

Como informacion complementaria a la aportada en este trabajo, se incluye a modo
de Anexos el listado de plantillas extraidas del corpus y un ejemplo de la ejecucion
paso a paso del algoritmo de agrupacion.

9.1 Plantillas extraidas

A continuacion se pueden observar las estructuras de etiquetas extraidas del corpus
de entrenamiento que han sido utilizadas en el algoritmo. Estas plantillas, explicadas
en detalle en el apartado 5.2, tienen dos datos clave:

e Etiquetas, ordenadas alfabéticamente, y su nivel de profundidad
correspondiente.

e NuUmero de veces que se ha encontrado esa estructura en los textos de
entrenamiento, incluso siendo un “subconjunto” de otra plantilla.

De los 100 textos que forman el corpus de entrenamiento, se han obtenido un total de
866 plantillas, pero para el algoritmo ejecutado en este trabajo se han utilizado las
200 mas comunes, gue son las que se listan en este Anexo. La decision de escoger
este numero de etiquetas se tomo en base a que no se queria usar un ndmero
demasiado elevado y, ademas, se queria asegurar que las plantillas utilizadas eran
comunes en diversos textos y no correspondian a textos concretos.

[[['Event, 0], [Topic', 0], [ Topic', O], [ Topic', 0]], 471]
[[['Event', 0], [Topic', 0], [ Topic', 0], ['Topic', 0], ['Topic', 0]], 451]
[[['Event, 0], ['Person’, 0], [ Topic', 0]], 418]
[[['Event, 0], [Person’, 0], ['Person’, 0], [ Time_Point', 0]], 378]
[[[Event’, 0], [Event’, 0], [Person', 0], ['Person’, 0], [Person’, 0], [Topic', 0],
[Topic', 0]], 344]
[[['Event, 0], [Event', 0], ['Person’, O], ['Person’, 0], [ Time_Point', 0], [ Time_Point,
0]], 340]
[[[Event, 0], [ Time_Point', 0], [Topic', 0]], 277]
[[['Event, 0], ['Person’, 0], [ Time_Point', 0], [ Topic', 0]], 243]
[[['Event, 0], ['Person’, O], ['Person’, 0], ['Person’, 0], ['Profesion’, 0], ['Profesion’, 0],
241]
[[['Reference_Relation', 0], ['Topic', 0], ['Topic', 0], [ Topic', 0]], 228]
[[['Event', 0], [Person’, O], ['Person’, 0], ['Time_Point', 0], [Topic', 0], [Topic', 0]],
223]
[[['Event, 0], [Ownership', 0], [ Topic', 0], [ Topic', 0]], 218]
[[[Event, 0], [Event', O], [Ownership’, 0], [ Topic', 0], [ Topic', 0], [ Topic', 0]], 205]
[[['Person’, 0], ['Reference_Relation’, 0], ['Topic', 0]], 205]
[[['Event’, 0], [Person’, 0], [Time_Point', 0], [Time_Point', 0], ['Time_Point’, 0],
[Topic', O], [Topic', 0]], 202]
[[['Event', 0], ['Event’, 0], ['Person’, O], ['Person’, 0], [ Time_Point', O], [ Time_Point',
0], ['Topic', 0], ['Topic', 0]], 183]
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[[['Event', O], ['Person’, 0], ['Property’, 0], [ Topic', 0]], 179]

[[['Event, 0], ['Object’, O], [Topic', O], [ Topic', O]], 174]

[[['Event', 0], [Person’', 0], [Person’, 0], [Person’, 0], [Property’, 0], [Topic', 0],

[Topic', 0]], 173]

[[['Event, 0], [Person’, 0], ['Profesion’, O], [ Time_Point', 0]], 172]

[[['Event, 0], [Person’, 0], ['Person’, 0], ['Profesion’, O], [Time_Point', 0]], 171]

[[['Event, 0], [Person’, 0], ['Person’, 0], ['Property’, O], [ Time_Point’, 0]], 165]

[[['Event', 0], [Event, 0], ['Person’, 0], ['Person’, O], ['Profesion’, 0], [Time_Point,

011, 162]

[[['Event', O], [Event', 0], ['Ownership’, 0], ['Person’, 0], ['Person’, 0], [Topic', 0],

[Topic', 0]], 160]

[[['Event, 0], [ Event', O], ['Person’, 0], ['Profesion’, 0], ['Profesion’, 0], [Time_Point',

0], [Time_Point', 0]], 158]

[[['Person’, 0], ['Profesion’, 0], [[Reference_Relation’, 0], [ Time_Point', 0]], 153]

[[['Event’, 0], ['Ownership', 0], ['Person’, O], [Topic', 0], [Topic’, 0], [Topic', 0],

[Topic', 0], [Topic', 0]], 151]

[[['Person’, 0], [Profesion’, 0], [Profesion’, 0], [Profesion’, 0], [Profesion’, 0],

['Property’, 0], ['Property’, 0], ['Reference_Relation’, 0]], 139]

[[['Event, 0], ['Object’, O], ['Person’, O], [Topic', 0], [Topic', O], [Topic', 0]], 136]

[[[Event’, O], [Person’, 0], ['Person’, 0], [Person’, O], ['Person’, 0], [Person’, 0],

['Person’, 0], ['Person’, 0], ['Person’, 0], ['Property’, O], [Topic', 0]], 127]

[[['Event, 0], [Event', 0], ['Organization’, 0], ['Person’, O], [ Topic', 0]], 127]

[[['Event, 0], ['Object’, O], ['Person’, 0], [ Time_Point', 0]], 124]

[[[Event’, 0], ['Event’, 0], ['Ownership', 0], [Person’, 0], [Topic', 0], [Topic', O],

[Topic', 0], [Topic', O], [Topic', O], [ Topic', 0]], 123]

[[[Event, 0], ['Object’, O], ['Person’, 0], ['Person’, 0], [ Time_Point', 0]], 122]

[[['Person’, 0], ['Property’, 0], ['Reference_Relation’, 0], [ Topic', 0]], 120]

[[[Event, 0], [Ownership', 0], [ Time_Point', 0], [ Topic', 0]], 117]

[[[Event', 0], [Organization’, 0], ['Person’, 0], [ Time_Point', 0], [ Time_Point’, 0]],

115]

[[[Event, 0], [Property’, 0], [ Time_Point', 0], ['Topic', 0], [ Topic', 0]], 114]

[[['Person’, 0], ['Reference_Relation’, 0], [ Time_Point', 0], [ Topic', 0]], 113]

[[[Event, 0], [Ownership', 0], ['Property’, O], [ Topic', 0], [ Topic', 0]], 111]

[[['Event, 0], ['Location’, 0], ['Person’, O], [ Time_Point', 0]], 110]

[[['Event, 0], [Number’, 0], ['Person’, O], [ Topic', O], [Topic', 0]], 109]

[[['Event, 0], ['Location’, 0], ['Person’, 0], [ Topic', 0]], 109]

[[['Event’, 0], ['Ownership’, 0], ['Property’, 0], [ Topic', O], [Topic', 0], [Topic', O]],

108]

[[['Person’, O], ['Person’, 0], ['Reference_Relation’, 0], [ Time_Point', 0], [Topic', 0]],

107]

[[['Event', 0], ['Organization’, 0], ['Organization’, 0], ['Person’, 0], [ Time_Point', 0],

[Time_Point', 0]], 106]

[[['Event, 0], [Event', 0], ['Location’, 0], ['Person’, 0], ['Person’, O], [ Topic', 0]], 106]
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[[['Ownership’, 0], ['Reference_Relation’, 0], [Topic', 0], [Topic', 0], [Topic', 0]],
105]
[[[Event’, 0], ['Event, 0], ['Object’, 0], ['Object’, 0], ['Object’, 0], [Person’, 0],
[Time_Point', 0], [ Time_Point, 0]], 104]
[[['Event', 0], [Event’, 0], ['Location’, 0], ['Location’, 0], ['Person’, 0], [Topic', 0],
104]
[[['Event, 0], [Event', 0], ['Location’, 0], ['Person’, 0], [ Topic', 0], [ Topic’, 0]], 103]
[[[Event’, 0], [Object’, 0], ['Object’, 0], ['Object’, 0], ['Object’, 0], ['Object’, 0],
['Object’, 0], ['Person’, 0], [ Time_Point', 0]], 101]
[[['Event, 0], ['Person’, 0], ['Reference’, 0], [ Topic', 0]], 97]
[[['Event', 0], ['Event', 0], ['Event', 0], ['Organization', 0], ['Person’, 0], ['Person’, 0],
[Topic', 0]], 96]
[[['Event’, 0], ['Ownership’, 0], ['Person’, 0], ['Time_Point', 0], [Topic', 0], [ Topic',
011, 96]
[[['Event, 0], [Person’, 0], ['Reference’, 0], [Topic', O], [Topic', 0]], 95]
[[['Event', O], [Event', 0], ['Person’, 0], ['Property’, O], [ Time_Point', 0], [Topic', 0],
[Topic', 0], [Topic', 0]], 94]
[[['Event, 0], ['Object’, 0], ['Person’, 0], [ Time_Point', 0], [ Topic', 0]], 91]
[[['Event_Establish', 0], ['Person’, 0], ['Person’, O], [Time_Point', 0], [ Time_Point,
011, 89]
[[['Event, 0], [Ownership', 0], ['Person’, O], ['Property’, 0], [Property’, 0], [ Topic', 0],
[Topic', 0], [Topic', 0]], 88]
[[[Event’, 0], [Person’, 0], [Property’, 0], [Reference Relation', 0], [Topic', 0],
[Topic', 0], [Topic', 0]], 87]
[[['Event_Establish', 0], [ [Event_Establish’, 0], ['Person’, 0], [ Topic', 0], [ Topic', 0],
87]
[[[Event’, 0], [Event, 0], ['Event, 0], ['Object’, 0], [Person’, 0], [Person’, 0],
['Person’, 0], ['Property’, 0]], 85]
[[['Event', 0], ['Ownership', O], ['Person’, 0], ['Person’, 0], [Person’, O], ['Person’, 0],
['Person’, 0], ['Property’, 0], ['Topic', 0], ['Topic', 0]], 81]
[[['Event, 0], ['Object’, 0], ['Person’, 0], [ Time_Point', 0], [ Time_Point', 0], [ Topic',
0], [Topic', 0], [ Topic', 0]], 81]
[[['Event', 0], [Person’, 0], ['Reference_Relation’, 0], ['Time_Point', 0], ['Topic', 0]],
81]
[[[Event’, 0], ['Event’, O], ['Object’, O], ['Person’, 0], ['Person’, 0], [ Time_Point', 0],
[Topic', 0], [Topic', 0]], 80]
[[['Event', 0], ['Person’, 0], [Reference_Relation’, 0], [Time_Point, 0], [Topic', 0],
[Topic', 0]], 80]
[[['Organization’, 0], ['Person’, 0], ['Profesion’, 0], ['Reference_Relation’, 0]], 80]
[[['Ownership’, 0], ['Ownership', 0], ['Person’, 0], ['Person’, 0], ['Reference_Relation’,
0], ['Topic', 0], [ Topic', 0], [ Topic', O], [ Topic', O]], 78]
[[['Event, 0], ['Person’, 0], ['Profesion’, 0], [ Time_Point', 0], [Topic', 0]], 78]
[[['Event, 0], ['Location’, 0], [ Time_Point', 0], [ Time_Point', 0], [ Topic’, 0]], 78]
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[[['Event', 0], ['Organization’, 0], ['Person’, 0], [ Time_Point', 0], [ Topic', 0]], 76]
[[['Event, 0], [Number’, 0], ['Object’, 0], ['Object’, O], [Object’, 0], ['Person’, 0]], 75]
[[['Event, 0], ['Object’, 0], [[Ownership', 0], [ Time_Point’, 0]], 73]
[[['Event', O], [Person’, 0], ['Person’, O], ['Person’, O], ['Profesion’, 0], ['Property’, 0],
[Topic', 0], [Topic', O], [Topic', O], [Topic', 0]], 72]
[[['Event, 0], ['Person’, O], ['Reference_Relation’, 0], ['Time_Point’, 0], [ Time_Point’,
0], [Time_Point', 0], ['Topic', 0], [ Topic', 0], [ Topic', 0]], 72]
[[['Event, 0], ['Object’, 0], [[Ownership', 0], ['Person’, 0], [ Topic', 0]], 72]
[[['Organization’, 0], ['Organization’, 0], [Person’, 0], [Profesion’, 0],
[Reference_Relation’, 0]], 72]
[[['Event', 0], ['Event', 0], ['Person’, O], ['Person’, O], ['Profesion’, O], [ Time_Poaint', 0],
[Topic', 0], [Topic', 0]], 71]
[[['Organization’, 0], ['Organization’, 0], ['Person’, 0], ['Profesion’, 0], ['Profesion’, 0],
[Reference_Relation', 0]], 70]
[[['Event, 0], [Event', 0], ['Organization’, 0], ['Person’, 0], [ Time_Point’, 0], [ Topic',
01, 7]
[[['Ownership’, 0], ['Reference_Relation’, 0], [Topic', 0], [Topic’, 0], [Topic', 0],
[Topic', 0], [Topic', O], ['Topic', O], [ Topic', O], [ Topic', O], [ Topic', 0]], 69]
[[['Person’, 0], ['Profesion’, O], ['Property’, 0], ['Reference_Relation’, 0], [ Topic', 0]],
68]
[[['Event, 0], [Organization', 0], [Person’, 0], [Time_Point', 0], [ Topic', 0], [ Topic',
011, 67]
[[['Person’, 0], ['Person’, 0], ['Profesion’, 0], ['Property’, 0], ['Reference_Relation’, 0],
[Topic', 0], 67]
[[['Event, 0], ['Location’, 0], ['Person’, 0], ['Person’, O], [ Time_Point’, 0], [Topic', 0],
[Topic', 0]], 66]
[[[Event’, 0], [Event’, 0], [Event’, 0], [Object’, 0], [Person’, 0], [Person’, 0],
['Person’, 0], ['Person’, 0], [ Time_Point’, 0], ['Topic', 0]], 65]
[[['Location’, O], ['Location’, 0], ['Person’, 0], ['Person’, 0], ['Person’, 0], ['Property’,
0], [Reference_Relation’, 0]], 65]
[[['Object’, O], ['Person’, 0], ['Reference_Relation’, 0], [ Topic', 0]], 65]
[[[Event’, 0], ['Event’, 0], ['Object’, 0], [Person’, 0], [Person’, 0], ['Person’, 0],
[Time_Point', 0], [Topic', 0], ['Topic', O], [Topic', 0]], 64]
[[['Event’, 0], [Event, 0], [‘Organization’, 0], [Person’, 0], [Time_Point', 0],
[Time_Point', 0], [Topic', 0]], 63]
[[['Object’, 0], [Person’, 0], ['Reference_Relation’, 0], ['Reference_Relation’, 0],
[Topic', 0]], 63]
[[['Event_Establish’, 0], ['Person’, 0], [ Time_Point', 0], [ Topic', 0]], 63]
[[['Event', 0], ['Event’, 0], ['Location’, 0], ['Organization’, 0], ['Person’, 0]], 62]
[[['Event’, 0], [[Number', 0], ['Object’, 0], ['Object’, 0], [ Time_Point’, 0]], 62]
[[['Person’, 0], ['Person’, 0], ['Property’, 0], ['Property’, 0], ['Reference_Relation’, 0],
[Reference_Relation’, 0], [ Time_Point', 0], [ Topic', 0], [ Topic', 0], [ Topic', 0]], 61]
[[[Event, 0], [Person’, 0], [ Time_Period’, O], ['Topic', 0]], 61]
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[[[Event, 0], ['Event’, 0], ['Person’, 0], ['Person’, O], ['Person’, 0], ['Profesion’, 0],
[Time_Point', 0], [Time_Point', 0], [Topic', O], ['Topic', 0]], 60]
[[['Event', 0], [[Number', 0], ['Person’, O], ['Person’, 0], [Time_Point', 0], ['Topic', 0]],
60]
[[[Event’, 0], ['Event, 0], ['Object’, 0], ['Object’, 0], ['Object’, 0], [Person’, 0],
['Person’, 0], [ Time_Point', 0], [ Time_Point', 0], ['Topic', 0]], 59]
[[['Event', 0], ['Location’, 0], ['Organization’, 0], ['Organization’, 0], ['Organization’,
0], ['Person’, 0]], 59]
[[['Person’, 0], ['Profesion’, O], ['Property’, 0], [ Time_Point', O], [Topic', 0]], 59]
[[['Event', 0], [Event', 0], ['Event, 0], ['Organization’, O], ['Person’, O], [Topic', O],
[Topic', 0], [Topic', O], ['Topic', O], [ Topic', O], [ Topic', O]], 58]
[[['Event’, 0], ['Object’, 0], ['Ownership’, 0], [Time_Point', 0], [Time_Point', 0],
[Topic', 0], [Topic', 0]], 58]
[[['Event', 0], [Ownership', 0], ['Property’, 0], [ Time_Point', 0], [Topic', 0], [Topic',
011, 58]
[[['Birth', 1], ['Event’, 2], ['Parenthesis’, 0], ['Person’, 0], ['Profesion’, 0], ['Property’,
0], [Reference_Relation’, 0], [ Time_Point, 2]], 57]
[[['Person’, O], ['Profesion’, 0], ['Reference_Relation’, 0], [Time_Point', 0], [ Topic',
011, 57]
[[[Event’, 0], ['Event, 0], [Organization’, 0], [‘Organization', 0], [Person’, 0],
[Time_Point', 0], [Topic', 0]], 56]
[[['Event_Establish’, 0], ['Organization’, 0], ['Person’, 0]], 56]
[[['Event, 0], [Event', 0], ['Organization’, 0], ['Person’, 0], [ Time_Point', 0], [ Topic',
0], [Topic', 0]], 55]
[[['Object’, O], ['Person’, 0], ['Reference_Relation’, 0], [ Time_Point, 0]], 55]
[[['Event, 0], ['Person’, 0], ['Property’, 0], [Reference_Relation’, 0], [ Time_Point’, 0],
[Time_Point', 0], [Topic', 0], [Topic', O]], 54]
[[['Event, 0], [Event, O], ['Location’, 0], ['Person’, 0], ['Profesion’, O], [ Time_Point,
011, 54]
[[['Event, 0], [Ownership', 0], ['Person’, O], ['Reference’, 0], ['Topic', 0]], 54]
[[['Event', O], ['Event’, 0], [Person’, 0], ['Person’, 0], ['Property’, 0], ['Property’, 0],
['Property’, 0], ['Reference’, 0], [ Topic', 0], [ Topic', 0], [ Topic', 0]], 53]
[[[Event’, O], [Person’, 0], [Person’, 0], [Person’, 0], ['Related’, 0], [Topic', 0],
[Topic', 0]], 53]
[[['Event, 0], ['Ownership', 0], ['Person’, 0], ['Reference’, 0], [Topic', 0], [Topic', 0],
53]
[[[Event, 0], [Event', O], [Number', 0], ['Person’, 0], ['Property’, 0], [ Topic', 0]], 51]
[[['Event', 0], ['Organization’, 0], ['Ownership’, 0], ['Topic', 0], [ Topic', 0]], 51]
[[['Event’, O], ['Object’, 0], ['Person’, 0], ['Profesion’, 0]], 51]
[[['Event', 0], ['Organization’, 0], ['Person’, 0], ['Profesion’, O], [ Time_Point', 0]], 50]
[[['Object’, O], ['Object’, 0], ['Ownership', 0], [Reference_Relation’, 0]], 50]
[[['Object’, 0], ['Ownership', 0], [Person’, 0], [Time_Point', 0], [Time_Point', 0],
[Time_Point', 0], [Topic', 0], [Topic', O], [ Topic', 0]], 49]
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[[['Birth', 1], [Event', 2], ['Parenthesis', 0], ['Person’, O], ['Profesion’, 0], ['Profesion’,
0], ['Property', 0], [ Time_Point', 2]], 49]

[[['Birth', 1], ['Event’, 2], ['Parenthesis’, 0], ['Person’, 0], [Property', 0], ['Property’, 0],
[Reference_Relation’, 0], [ Time_Point', 2]], 49]

[[[Event, 0], [Event, 0], [Object, 0], [Person, 0], [Person’, 0],
[Reference_Relation’, 0], [ Topic', 0]], 47]

[[[Event', 0], ['Object’, 0], ['Object’, 0], ['Ownership’, 0], ['Person’, 0], [Person’, 0],
['Person’, 0], [ Time_Point', 0], ['Topic', 0]], 46]

[[['Event', 0], [Event', O], ['Organization’, 0], ['Person’, 0], ['Person’, 0], ['Profesion’,
0], [Time_Point', 0]], 46]

[[['Event, O], [Person’, 0], ['Profesion’, 0], ['Reference’, 0], [ Topic', 0]], 46]
[[['Description’, 0], ['Event', 0], ['Person’, O], [Topic', O]], 46]

[[['Event_Establish’, 0], ['Object’, 0], ['Person’, 0], [ Time_Point’, 0]], 46]

[[[Event, 0], [Event, 0], [Organization', 0], [Person’, 0], [Profesion’, 0],
['Profesion’, 0], [ Time_Point', 0]], 45]

[[['Event', O], ['Organization’, 0], ['Ownership', 0], ['Person’, 0], [Topic', 0], [ Topic',
011, 45]

[[[Event, 0], [Event, 0], [Event, 0], [‘Organization’, 0], [‘Organization’, 0],
['Person’, 0], [ Time_Point', 0], [ Time_Point', 0], ['Topic', 0], [ Topic', 0]], 44]
[[['Event, 0], [Ownership', 0], ['Person’, 0], ['Person’, 0], ['Profesion’, 0], [ Topic', O],
[Topic', 0], 44]

[[[Event, 0], ['Location’, 0], ['Ownership’, O], ['Person’, O], [Topic', 0]], 44]
[[[Event, 0], ['Event', 0], ['Ownership’, O], ['Person’, 0], ['Property’, 0], [ Time_Point,
0], [Time_Point', 0], ['Topic', 0], [ Topic', 0], [ Topic', 0]], 43]

[[['Event', O], [Event, 0], [[Number', 0], ['Person’, 0], ['Person’, 0], ['Property’, 0],
['Property’, 0], [Topic', 0], [ Topic', O], [ Topic', 0]], 43]

[[['Event, O], ['Set', O], [ Topic', 0], [Topic', O], [Topic', 0], [Topic', 0], [Topic', 0],
[Topic', 0]], 43]

[[['Event', 0], ['Object’, 0], ['Object’, 0], [Person’, 0], ['Property’, 0], ['Property’, 0],
[Reference_Relation', 0]], 43]

[[['Person’, 0], [Profesion’, 0], [Property’, 0], [Reference Relation’, 0],
[Time_Point', 0], [Topic', 0]], 43]

[[['Birth', 1], ['Event', 2], ['Parenthesis', 0], ['Person’, 0], ['Profesion’, 0], ['Profesion’,
0], ['Property’, 0], ['Reference_Relation’, 0], ['Time_Point', 2]], 42]

[[['Event', 0], [Event, 0], ['Location’, 0], ['Ownership’, 0], ['Person’, O], [ Topic', O],
[Topic', 0]], 42]

[[[Event, 0], [Event', O], ['Set’, 0], [ Time_Point’, 0], [ Time_Point', 0]], 42]
[[['Ownership’, 0], [Property’, 0], [Reference_Relation', 0], [Time_Point', 0],
[Topic', O], [Topic', O], [Topic', 0], [Topic', 0], [Topic', 0]], 41]

[[['Birth', 0], [Event', 1], ['Location’, 1], ['Person’, 1]], 41]

[[[Event', 0], [Event', 0], [Event’, 0], ['Object’, 0], [Person’, 0], ['Property', 0],
[Time_Point', 0], [Topic', 0], [Topic', 0]], 39]
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[[['Location’, 0], ['Ownership', 0], ['Ownership', 0], ['Property’, 0], ['Property’, 0],
[Topic', 0], [Topic', 0]], 39]
[[['Event, 0], ['Location’, 0], ['Location’, 0], ['Object’, 0], [ Topic', 0]], 39]
[[['Object’, 0], ['Person’, O], ['Reference_Relation’, 0], [ Time_Point', 0], [ Topic', 0]],
39]
[[['Birth', 1], [ Event', 2], ['Parenthesis’, 0], ['Person’, 0], ['Profesion’, 0], ['Profesion’,
0], ['Profesion’, 0], ['Profesion’, O], [Reference_Relation’, 0], [ Time_Point', 2]], 38]
[[['Birth', 1], ['Birth', 1], [Event', 2], ['Parenthesis’, 0], ['Person’, O], ['Person’, 2],
['Profesion’, 0], ['Property’, 0], ['Reference_Relation’, 0]], 38]
[[['Birth', 1], ['Event', 2], ['Parenthesis', 0], ['Person’, 2], ['Person’, 0], ['Profesion’, 0],
['Property’, 0], [Reference_Relation’, 0], [Time_Point', 2]], 38]
[[['Event', O], ['Organization’, O], ['Ownership’, 0], ['Person’, 0], [Topic', O], [ Topic',
0], [Topic', 0], [Topic', 0], [ Topic', 0], 38]
[[['Birth’, 0], [Event', 1], [Event', 0], ['Location’, 1], ['Person’, 0], ['Person’, 0], 38]
[[['Event, 0], ['Location’, 0], ['Organization’, 0], ['Person’, 0], [ Time_Point’, 0]], 38]
[[['Birth', 1], [Event', 2], ['Parenthesis’, 0], ['Person’, 0], ['Profesion’, 0], ['Profesion’,
0], ['Profesion’, 0], ['Property’, 0], [Reference_Relation’, 0], [ Time_Point', 2]], 37]
[[['Event', 0], [Event, 0], ['Ownership’, 0], ['Person’, 0], ['Reference_Relation', 0],
[Time_Point', 0], [Topic', 0], [Topic', O], [Topic', 0]], 37]
[[['Event_Establish’, 0], ['Person’, O], ['Profesion’, 0], [ Time_Point', 0]], 37]
[[['Event_Establish’, 0], ['Number', 0], ['Object’, 0], ['Person’, 0], 37]
[[[Event’, 0], ['Number', 0], ['Object’, 0], [Time_Point’, 0], [Time_Point', 0],
[Time_Point', 0], [Time_Point', 0], [Topic', 0], ['Topic', O], [Topic', 0]], 36]
[[['Event', O], [Event', 0], [Event', 0], ['Organization’, 0], ['Ownership’, 0], ['Person’,
0], ['Person’, 0], ['Person’, 0], [ Topic', 0], [ Topic', 0]], 36]
[[[Event’, 0], ['Event’, 0], [[Number', 0], ['Object’, 0], [Person’, 0], ['Person’, 0],
['Person’, 0], [ Time_Point', 0], ['Topic', 0]], 36]
[[[Event, 0], [Event, 0], [Person’, 0], [Property’, 0], [Reference', 0],
[Reference_Relation', 0], ['Topic', 0], ['Topic', 0]], 36]
[[[Event’, 0], ['Number', 0], ['Number', 0], ['Ownership’, 0], [Time_Point', 0],
[Topic', 0], [Topic', 0]], 36]
[[[Event', 0], [Event, 0], ['Location’, 0], ['Ownership’, 0], ['Person’, O], [ Topic', 0],
[Topic', 0], [Topic', 0], [Topic', O], [ Topic', 0]], 35]
[[[Event’, 0], [Event', 0], [Person’, 0], ['Person’, 0], ['Person’, 0], [Profesion’, O],
['Related’, 0]], 35]
[[['Event_Establish’, 0], ['Person’, O], ['Property’, O], [Topic', 0]], 35]
[[['Birth', 0], ['Event, 1], ['Person’, O], ['Profesion’, 0], ['Profesion’, 0], ['Profesion’, 0],
['Profesion’, 0], ['Property’, 0], ['Reference_Relation’, 0], [ Time_Point’, 1]], 34]
[[['Organization’, 0], [Person’, 0], [Profesion’, 0], ['Reference_Relation’, 0],
[Time_Point', 0]], 34]
[[['Event', O], ['Person’, 0], ['Person’, 0], ['Person’, 0], ['Relative’, 0]], 34]
[[['Event', 0], [Ownership', 0], ['Property’, 0], ['Property’, 0], ['Reference_Relation’,
0], [Time_Point, 0], ['Topic', 0], [ Topic', O], [ Topic', O], [ Topic', 0]], 33]

59



[[[Event', 0], [Event’, 0], ['Location’, 0], ['Location’, 0], ['Person’, 0], ['Person’, 0],
[Reference_Relation', 0], ['Topic', 0], ['Topic', 0]], 33]

[[['Event, 0], [Event', O], ['Location’, O], ['Ownership', O], ['Property’, 0], [ Topic', 0],
[Topic', 0], [Topic', 0], 33]

[[['Organization’, 0], ['Person’, 0], ['Person’, 0], ['Profesion’, 0], ['Reference_Relation’,
0], [Time_Point', 0]], 33]

[[['Birth', 1], [ Event', 2], ['Parenthesis’, 0], ['Person’, 0], ['Profesion’, 0], ['Profesion’,
0], [Profesion’, 0], [Property’, 0], [Property’, 0], [Reference_Relation', 0],
[Time_Point', 2]], 32]

[[['Person’, 0], [Profesion’, 0], [Profesion’, 0], [Profesion', 0], [Profesion’, 0],
['Property’, 0], ['Property’, 0], ['Reference’, O], ['Reference_Relation’, 0]], 32]
[[['Birth', 1], ['Death’, 1], ['Parenthesis', 0], ['Person’, 0], ['Profesion’, O], ['Property’,
0], [Reference_Relation’, 0], [ Time_Point', 2], [ Time_Point', 2]], 32]
[[[Event_Establish’, 0], [Ownership’, 0], [Person’, 0], [Time_Point', 0],
[Time_Point', 0], [Topic', 0], [Topic', O], [Topic', 0]], 32]

[[['Object’, 0], ['Ownership', 0], ['Person’, 0], ['Reference_Relation’, 0], [Topic', 0],
[Topic', 0], [Topic', 0]], 32]

[[['Birth', 0], ['Event’, 1], ['Event’, O], ['Location’, 0], ['Location’, 1], ['Person’, 0],
[Time_Point', 0]], 31]

[[['Event, 0], ['Person’, 0], ['Profesion’, O], [Reference’, 0], [ Time_Point', O], [ Topic',
011, 31]

[[['Event, 0], [Person’, O], ['Person’, 0], ['Related’, 0], [ Time_Point’, 0], ['Topic', 0]],
31]

[[['Event_Establish', 0], [Event_Establish’, 0], ['Object’, 0], ['Object’, 0], ['Person’, 0],
[Time_Point', 0], ['Topic', 0]], 30]

[[['Object’, 0], ['Object’, 0], ['Ownership', O], ['Reference_Relation’, 0], [ Time_Point,
0], [Topic', 0], [ Topic', 0]], 30]

[[[Event', 0], ['Event’, 0], ['Object’, 0], ['Organization’, O], [Topic', 0], [Topic', 0]],
30]

[[['Event', 0], ['Event’, O], ['Location’, 0], ['Person’, O], ['Person’, 0], [Time_Period',
011, 30]

[[[Event’, 0], ['Organization', 0], ['Person’, 0], ['Profesion’, 0], ['Time_Period', 0]],
30]

[[['Birth', 1], ['Event', 2], ['Parenthesis’, O], ['Person’, 0], ['Profesion’, O], ['Profesion’,
0], [Profesion’, 0], [Profesion’, 0], [Property’, 0], [Reference_Relation’, 0],
[Time_Point', 2]], 29]

[[['Event, 0], ['Event, 0], [Ownership', 0], ['Person’, 0], ['Person’, 0], ['Reference’, 0],
[Time_Point', 0], [ Topic', 0], [ Topic', 0]], 29]

[[['Event', O], [Event’, 0], ['Location’, 0], ['Location’, 0], ['Person’, 0], ['Property', 0],
[Time_Point', 0], [ Time_Point', 0], [Topic', 0]], 29]

[[['Event', 0], ['Person’, 0], ['Related’, O], [ Time_Point', 0], [ Time_Point', 0], [Topic',
0], [Topic', 0], [Topic', 0]], 29]
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[[['Event', O], ['Location’, 0], ['Person’, 0], ['Profesion’, 0], ['Property’, O], ['Property’,
0], [Reference_Relation’, 0], ['Time_Point', 0]], 29]

[[['Birth', 1], ['Death’, 1], ['Parenthesis’, 0], ['Person’, 0], ['Profesion’, O], ['Profesion’,
0], ['Property’, 0], [Reference_Relation’, 0], [Time_Point', 2], [ Time_Point', 2]], 28]
[[[Event’, 0], [‘Organization’, 0], ['Person’, 0], [Profesion’, 0], [Profesion’, 0],
['Property’, 0], [Reference_Relation’, 0]], 28]

[[['Event, 0], ['Location’, 0], ['Object’, 0], ['Property’, 0], [Topic', 0], [Topic', 0]], 28]
[[['Event, 0], ['Object’, 0], [Organization', 0], ['Person’, 0], [ Time_Point’, 0]], 28]
[[['Number', 0], ['Object’, 0], [Object’, 0], ['Reference_Relation’, 0], [ Time_Point,
011, 28]

[[['Event’, 0], ['Ownership', 0], ['Person’, 0], ['Profesion’, 0], ['Reference_Relation’,
0], [Topic', 0], [Topic', 0]], 27]

[[['Event, 0], [Event, O], ['Location’, 0], ['Person’, 0], ['Profesion’, O], [ Time_Point’,
0], [Topic', 0]], 27]

[[[Event, 0], [Object’, 0], [Object’, 0], [Organization’, 0], [Person’, 0],
[Time_Point', 0], [Time_Point', 0]], 27]

[[[Event, 0], [Event, 0], [‘Organization’, 0], [Person’, 0], [Time_Period', 0],
[Topic', 0]], 27]

[[[Event’, 0], [Event, 0], [Organization’, 0], [Person’, 0], [Profesion’, 0],
[Time_Period', 0]], 27]
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9.2 Clasificacion de etiquetas en detalle

En este apartado se muestran los resultados detallados de la ejecucién del algoritmo
de agrupacion. Se ha buscado una base de conocimiento que permita mostrar como
se clasifican las etiquetas en plantillas y la creacion de agrupaciones nuevas con las
etiquetas sobrantes. Las anotaciones seleccionadas han sido las correspondientes a la
biografia de A. Edward Sutherland, las cuales se muestran en la tabla 9-1 clasificadas
segln su nivel jerarquico.

Etiquetas nivel 0: Etiquetas nivel 1:
Time_Point 2 Death 1
Property 2 Event 1
Reference 2 Person 1
Relative 7 Birth 1
Number 2 Location 1
Profesion 6

Event 2 Etiquetas nivel 2:
Person 14 Time_Point 2
Ownership 5

Birth 1

Parenthesis 1

Reference_Relation 5

Object 2

Event_Establish 1

Tabla 9-1 Etiquetas de A. E. Sutherland

La primera parte en la agrupacion de etiquetas corresponde al uso de plantillas. Se ha
buscado de entre las plantillas disponibles cuales se pueden utilizar teniendo las
etiquetas listadas en la tabla 9-1, optimizando el resultado de manera que queden el
menor nimero de “etiquetas sobrantes” tras seleccionar las plantillas. La seleccion
final de plantillas contiene las siguientes:

1. [[['Birth', 1], ['Death’, 1], [Parenthesis’, 0], [Person’, 0], [Profesion’, 0],

['Profesion’, 0], ['Property’, 0], ['Reference_Relation', 0], [Time_Point', 2],

[Time_Point', 2]], 28]

[[['Event, 0], [Person’, 0], ['Person’, O], ['Person’, 0], [Relative', 0]], 34]

[[['Event_Establish’, 0], ['Number', 0], ['Object’, 0], ['Person’, 0]], 37]

[[['Birth’, 0], [Event', 1], ['Location’, 1], ['Person’, 1]], 41]

[[['Object’, O], ['Person’, 0], [Reference_Relation’, 0], [ Time_Point, 0]], 55]

[[['Person’, 0], [Profesion’, 0], ['Reference_Relation', 0], [Time_Point', 0]],

153]

7. [[['Event, 0], [Person', 0], [Person’, 0], [Person’, 0], [Profesion’, 0],
[Profesion’, 0]], 241]

ook wd

Cada linea de este listado corresponde con una plantilla, la cual esta compuesta por
las etiquetas que la forman (indicando su nombre y nivel jerarquico) y por un nimero
que indica cuantas veces ha aparecido en el corpus que no tiene efectos practicos en
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la agrupacion de etiquetas, puesto que solamente se utiliza en la lectura de datos para
descartar aquellas que estan por debajo de un cierto valor.

De las 59 anotaciones de esta base de conocimiento, después de aplicar la agrupacion
mediante plantillas quedan las 22 etiquetas pendientes de agrupar mostradas en la
tabla 9-2, las cuales son todas de nivel 0.

Etiquetas nivel 0:
Reference 2
Ownership 5
Relative 6
Property 1
1
4
2

Number

Person
Reference_Relation
Profesion 1

Tabla 9-2 Pendientes tras las plantillas

En este punto, el algoritmo procede a buscar agrupaciones nuevas entre estas
etiquetas a partir de los valores de PMI. Los nulcleos creados para realizar
agrupaciones son:

[Reference_Relation’, [('Profesion’, '0.31"), ('Property’, '0.25"], 0.28]
[Reference_Relation', [('Profesion’, '0.31"), (‘Property’, '0.25"], 0.28]
['Profesion’, [('Reference_Relation’, '0.31"), ('Property’, '0.20"], 0.255]
['Property’, [('Reference_Relation’, '0.25"), (‘Profesion’, '0.20"], 0.225]
[Relative', [('Ownership’, '0.18"], 0.18]

[Relative', [('Ownership’, '0.18"], 0.18]

[Relative', [('Ownership’, '0.18"], 0.18]

['Relative’, [(‘'Ownership', '0.18"], 0.18]

['Relative’, [('Ownership', '0.18"], 0.18]

['Relative’, [('Ownership', '0.18"], 0.18]

['Ownership', [('Relative’, '0.18"), (‘Reference’, '0.16")], 0.17]
['Ownership', [('Relative’, '0.18"), (‘Reference’, '0.16")], 0.17]
['Ownership', [('Relative’, '0.18"), (‘Reference’, '0.16")], 0.17]
['Ownership’, [('Relative’, '0.18"), ('Reference’, '0.16")], 0.17]
['Ownership’, [('Relative’, '0.18"), (‘'Reference’, '0.16")], 0.17]
[Reference’, [(‘'Ownership', '0.16"], 0.16]

[Reference’, [(‘'Ownership', '0.16"], 0.16]

[Person’, [], -1]

[Person’, [], -1]

[Person’, [], -1]

[Person’, [], -1]

['Number', [], -1]
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Es evidente que aquellas etiquetas del mismo tipo crean nucleos iguales alrededor de
ellas, puesto que los valores de PMI con otras etiquetas son iguales. Solamente
observando estos ndcleos ya podemos deducir que a partir de Reference_Relation,
Property o Ownership se pueden crear agrupaciones nuevas, puesto que son nucleos
de minimo 3 elementos.

A partir de estos nucleos se logran crear dos agrupaciones:
e [[['Reference_Relation’, 0], ['Profesion’, 0], ['Property’, 0]], 1]
e [[['Ownership’, 0], ['Relative’, 0], ['Reference’, 0]], 1]

Las etiquetas que siguen pendientes de agrupar son las listadas en la tabla 9-3, las
cuales se analizan individualmente para buscar la agrupacion en la que mejor
encajen.

Etiquetas nivel 0:
Reference
Ownership
Relative

Number

Person
Reference_Relation 1

B O L

Tabla 9-3 Pendientes tras agrupaciones

Se calcula el PMI de cada una de estas etiquetas con cada una de las agrupaciones
realizadas y se ordenan los valores de mayor a menor. El primer valor de la lista es
Reference_Relation con [['Birth’, 0], ['Event’, 1], ['Location’, 1], ['Person’, 1]], para el
cual se detecta que no es posible hacer encajar los elementos debido a que no hay
ningun bigrama entre Reference_Relation y Birth. Entonces se procesa el segundo
elemento de la lista, que es la etiqueta Relative con la agrupacion [['Ownership', 0],
[Relative’, 0], ['Reference’, 0]], y se detecta que en este caso si es posible colocar
Relative dentro de este grupo. El algoritmo entonces afiade esta etiqueta en la
agrupacion y la elimina del listado de etiquetas pendientes. Después, se recalcula de
nuevo el valor de PMI de cada una de las etiquetas pendientes con todas las
agrupaciones teniendo en cuenta esta modificacion en una de ellas. El resto de
clasificaciones de etiquetas dentro de agrupaciones sigue de este modo:

1. La primera relacion vuelve a ser Reference_Relation y [['Birth', 0], ['Event;,
1], ['Location’, 1], ['Person’, 1]], que se descarta de nuevo. Se prosigue con
Relative y [['Ownership’, 0], ['Relative', 0], ['Reference’, 0], ['Relative’, 0]],
afiadiendo la etiqueta a la agrupacion.

2. La primera relacion vuelve a ser Reference_Relation y [['Birth', 0], ['Event,
1], ['Location’, 1], ['Person’, 1]], que se descarta de nuevo. Se afiade Relative
a [['Ownership', 0], ['Relative’, 0], ['Reference’, 0], ['Relative’, 0], ['Relative’,
0]].

3. La primera relacion vuelve a ser Reference_Relation y [['Birth', 0], [Event,
1], ['Location’, 1], ['Person’, 1]], que se descarta de nuevo. Se afiade Relative
a [['Ownership', 0], ['Relative’, 0], ['Reference’, 0], ['Relative’, 0], ['Relative’,
0], [Relative’, 0]].
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10.

11.

12.

13.

14.

15.

La primera relacion vuelve a ser Reference_Relation y [['Birth’, 0], ['Event’,
1], ['Location', 1], ['Person’, 1]], que se descarta de nuevo. La siguiente es de
Relative con [['Ownership’, 0], ['Relative’, 0], [Reference’, 0], ['Relative’, 0],
[Relative', 0], ['Relative’, 0], ['Relative’, 0]], que si se pueden juntar.

La primera relacion vuelve a ser Reference_Relation y [['Birth’, 0], ['Event’,
1], ['Location’, 1], ['Person’, 1]], que se descarta de nuevo. La siguiente
relacion es de Reference_Relation con [['Birth’, 1], ['Death’, 1], ['Parenthesis’,
0], [Person’, 0], [Profesion’, 0], [Profesion’, 0], [Property’, 0],
[Reference_Relation’, 0], [Time_Point', 2], [Time_Point', 2]], afiadiendo la
etiqueta a este grupo.

En este caso se empieza con Ownership y el grupo [['Ownership’, 0],
[Relative', 0], ['Reference’, 0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0],
[Relative’, 0], ['Relative’, 0]], pudiéndolos juntar.

El primer elemento ahora esta formado por Number y [['Event_Establish’, 0],
['Number', 0], ['Object’, 0], ['Person’, 0]], que si es posible agruparlos.
Comenzando con Ownership y [['Ownership', 0], ['Relative’, 0], ['Reference’,
0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Ownership’,
0]], se detecta que la etiqueta se puede afiadir a la agrupacion.

La primera relacion es de Reference con [['Reference_ Relation', 0],
[Profesion’, 0], ['Property’, 0]], que si es viable.

En esta ocasion el primer elemento es Ownership y [['Event_Establish’, 0],
['Number', 0], ['Object’, 0], ['Person’, 0]], afladiendo la etiqueta al grupo.

La primera relacion es de Person con [['Birth', 0], ['Event’, 1], ['Location’, 1],
['Person’, 1]], pero no se encuentra un modo valido de juntarlos. Se prosigue
con Ownership y [['Ownership’, 0], ['Relative’, 0], ['Reference’, 0], ['Relative’,
0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Ownership’,
0]], afadiendo la etiqueta a esta agrupacion.

Vuelve a encontrarse como primer elemento Person y [['Birth’, 0], ['Event’, 1],
['Location’, 1], ['Person’, 1]], que se descarta de nuevo. El siguiente de la lista
actual es Person y la agrupacion [['Reference_Relation', 0], ['Profesion’, 0],
['Property’, 0], ['Reference’, 0]], las cuales se juntan.

La primera relaciéon vuelve a ser elemento Person y [['Birth’, 0], ['Event', 1],
[Location', 1], ['Person’, 1]], que se descarta de nuevo. Se continla con
Person y [['Ownership’, 0], ['Relative’, 0], ['Reference’, 0], ['Relative’, 0],
[Relative', 0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Ownership’, 0],
['Ownership', 0]], las cuales se agrupan.

La primera relacién vuelve a ser elemento Person y [['Birth’, 0], ['Event', 1],
[Location’, 1], [Person’, 1]], que se descarta de nuevo. Se prosigue con
Person y [['Birth’, 1], ['Death’, 1], ['Parenthesis', 0], ['Person’, 0], ['Profesion’,
0], ['Profesion’, 0], ['Property’, 0], ['Reference_Relation’, 0], [ Time_Point’, 2],
[Time_Point', 2], ['Reference_Relation', 0]], para los que si hay una
combinacion vélida.

En esta ocasion se empieza de nuevo con Person y [['Birth’, 0], ['Event’, 1],
['Location', 1], ['Person’, 1]], que se descarta otra vez. A continuacion viene la
relacion Person y [['Ownership’, 0], ['Relative’, 0], ['Reference’, 0], ['Relative’,
0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Ownership’,
0], [Ownership’, O]['Person’, 0]], afiadiendo esta etiqueta a la agrupacion.
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En este punto ya hemos procesado las 16 etiquetas de nivel 0 que quedaban
pendientes de agrupar en esta base de conocimiento. Las agrupaciones finales son:

[[[Event, 0], [Person’, 0], ['Person’, 0], ['Person’, O], ['Relative’, 0]], 34]
[[['Event_Establish’, 0], ['Number', 0], ['Object’, 0], ['Person’, 0], ['Number",
0], ['Ownership', 0]], 37]

[[[Event’, 0], [Person’, 0], [Person’, 0], [Person’, 0], [Profesion’, 0],
['Profesion’, 0]], 241]

[[['Reference_Relation’, 0], ['Profesion’, 0], [Property’, 0], ['Reference’, 0],
['Person’, 0], 1]

[[['Ownership’, 0], ['Relative’, 0], ['Reference’, 0], ['Relative’, 0], ['Relative’,
0], ['Relative’, 0], ['Relative’, 0], ['Relative’, 0], ['Ownership’, 0], [[Ownership’,
0], ['Ownership', 0], ['Person’, O], ['Person’, 0], 1]

[[['Birth', 0], [Event', 1], ['Location’, 1], ['Person’, 1]], 41]

[[['Object’, O], ['Person’, 0], [Reference_Relation’, 0], [ Time_Point, 0]], 55]
[[['Person’, 0], [Profesion’, 0], ['Reference_Relation’, 0], [Time_Point', 0]],
153]

[[['Birth', 1], ['Death’, 1], ['Parenthesis’, 0], [Person’, 0], [Profesion’, 0],
['Profesion’, 0], [Property’, 0], ['Reference_Relation’, 0], [Time_Point', 2],
[Time_Point', 2], [Reference_Relation’, 0], ['Person’, 0]], 28]
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